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マルコフ潜在クラスモデルに基づく
ECサイトにおける施策実施効果分析に関する一考察

松嵜 祐樹1,a) 三川 健太2,b) 後藤 正幸3,c)

受付日 2017年4月1日,採録日 2017年9月5日

概要：近年，ECサイト上に蓄積された膨大なユーザ（顧客）の購買行動データを分析し，ユーザごとの特
徴を考慮した販売促進施策の重要性が高まっている．これらの施策を実施する際には，施策を実施したか
らこそ購買するであろうユーザに対してのみの施策実施が重要である．このようなユーザ層を特定するた
めの方法として，ユーザを意味のあるグループに分割するユーザセグメンテーションが考えられる．たと
えば，ユーザと購買商品のペアに着目した Aspect Modelのような確率モデルによるセグメンテーション
は，様々な応用場面において有用性が広く認識されている．一方で，ECサイトには，ユーザと購買商品
のペア以外にも，どのページを閲覧したのかという閲覧履歴も存在し，この効果的な活用方法が望まれて
いる．この閲覧履歴の時系列に着目したモデルとして，ページの遷移にマルコフ性を仮定し，潜在クラス
を仮定したうえでモデル化した Latent Segment Markov Chain（以下，LSMC）があげられる．しかし，
LSMCは閲覧履歴のみに着目したモデルであり，施策の実施やそれによる購買の有無を考慮することがで
きない．そこで本研究では，LSMCを拡張し，閲覧履歴に加え，購買履歴，施策実施有無が考慮可能なモ
デルを提案し，「施策を実施した場合」と「実施しなかった場合」の購買行動の変化を比較することで施策
の実施が効果的なセグメントの特定を行う．
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Abstract: Recently, it has become popular to purchase product items through E-commerce sites (EC sites),
and the internet market scale has been expanding. Under this situation, many EC sites conduct various
kinds of sales promotions by analyzing huge amount of customers’ purchase histories, and customer seg-
mentation is one of the most important tools in marketing. Particularly, modeling of customers purchase
behavior based on probabilistic models such as the Aspect Model (AM) is an attractive way for customer
segmentation. The AM focuses on pairs of a customer and an item and it assumes unobserved features such
as customers’ heterogeneity and items’ similarity as latent classes. Although the original AM focuses on pairs
of a customer and an item mainly, the data about customers’ browsing histories are also available on EC
sites. If the model can take in the information of page transitions, it becomes possible to model customers’
purchase behavior in detail and make better customer segments. In this paper, we propose a new latent
class model that integrates browsing histories in addition to purchase histories by assuming that customers’
page transitions can be described by Markov process. An analysis of actual EC site data is demonstrated to
clarify the effectiveness.
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1. はじめに

近年，インターネット上の ECサイトを通じた商品の購

買が頻繁に行われるようになり，その市場規模は引き続き

増大傾向にある．このような背景のもと，蓄積された膨大

なユーザ（顧客）の購買行動データを分析し，ユーザごとの

特徴を考慮したマーケティング施策の重要性が高まってい

る．これら施策の一例として，本研究で対象とする ECサ

イトで行われているようなリアルタイムに商品の割引クー

ポンを発行するといった施策があげられる．このような施

策においては，商品の購買意思が固まっていたユーザに対

する施策実施は売上の減少を導くため望ましくない．した

がって，施策を実施したからこそ購買するであろうユーザ

に対してのみ施策を行うことが重要である [1]．

施策の実施が購買につながるユーザ層を特定するための

方法として，ユーザを意味のあるグループに分割するユー

ザセグメンテーションが考えられる．たとえば，Aspect

Model [2]（以下，AM）のような確率モデルによるセグメ

ンテーションは，様々な応用場面において有用性が広く認

識されている [3], [4], [5]．AMでは，主にユーザと購買ア

イテムのペアに対して潜在的なクラスを仮定し，ユーザの

嗜好の異質性やアイテムの類似性を考慮した購買行動のモ

デル化を行っている．

また，ユーザと購買アイテムのペア以外にも，ECサイ

トのアクセスログデータには，サイト上でどのページを閲

覧したのかという閲覧履歴も含まれており，この効果的な

活用方法が望まれている．一般に，ユーザの閲覧履歴は，

購買履歴よりもデータ量が膨大であり，かつユーザの嗜好

や各商品に対する購買意欲の差異が閲覧行動に現れると考

えられる．このため，より詳細にユーザの購買行動をモデ

ル化するためには，この閲覧行動をどのように扱うかがポ

イントとなる．

閲覧履歴の時系列に着目したモデルとして，ページ遷移

にマルコフ性を仮定し，潜在クラスを仮定したうえでモデ

ル化したLatent Segment Markov Chain（以下，LSMC）[6]

があげられる．LSMCは閲覧ページ遷移に着目したモデル

化を行っているが，ECサイトにおける購買有無を考慮し

たモデルとはなっていない．文献 [7]ではこの点に着目し，

LSMCを購買有無が考慮できるように拡張することによっ

て，どのような閲覧行動の後に購買が行われるのかといっ

たより詳細な顧客の購買行動のモデル化を行っている．

ここで，本研究で対象とするクーポン発行施策への援用

を考えた場合，クーポン発行による購買行動への効果も

ユーザごとに異なると考えられる．そのため「施策が実施

された場合の購買」と「実施されなかった場合の購買」を

区別して施策実施効果をモデル化する必要がある．このよ

うなモデル化ができれば，同一のユーザセグメントについ

て，「施策を実施した場合」と「実施しなかった場合」の購

買行動の変化を比較し，施策の実施が効果的なセグメント

を特定することができ，的確なターゲティングにつながる

と考えられる．

そこで本研究では，ユーザの閲覧履歴に加えて，購買有無

を考慮したモデルおよび，購買有無と施策実施の効果を考

慮したモデルの構築を行う．モデル化に際しては，文献 [7]

のモデルを拡張することで施策の実施が効果的なユーザ層

の特定を可能とする新たなモデルを構築する．また，大手

総合通販カタログサイトのアクセスログデータおよび施策

実施履歴のデータに対して，提案モデルを適用することで

モデルの有用性を示す．

2. 準備

2.1 対象問題とデータ概要

本研究では，ECサイトのアクセスログ解析を行う企業

が保有するデータ（大手総合通販カタログサイトのアクセ

スログデータ）を分析対象とする．以下では，ユーザがサ

イトを訪問してから離脱するまでの一度の閲覧行動をセッ

ションと呼ぶこととし，これに一意な IDが付与されている

ものとする．さらに，この IDに閲覧履歴と購買有無が紐付

けられている．ECサイトの各ページにはそれぞれ “item”

や “category”といったような 12種類のページタイプが付

与されており，本研究ではこのページタイプの閲覧遷移を

閲覧履歴として使用する．表 1 に本研究で対象とした EC

サイト上で定義されているページタイプ名とその概要を示

す．本研究では，分析対象データを取り扱っている企業に

おいて 1 セッションを 1 ケースとしている点，ならびに

ユーザの購買行動は毎回の訪問時に異なる可能性がある

という前提のもと，セッション単位での分析を検討するも

のとする．なお，実際には，商品特性によってはユーザが

検索や購入においてセッションをまたぐことも考えられ

るが，本研究で対象としている ECサイトの取扱商品は長

期間の検討がなされるカテゴリではないため，このような

ケースは考慮外とした*1．本研究で提案するモデルでは，

同一ユーザが購買時の目的やシチュエーションなどによっ

て異なる閲覧行動をとったり，異なる嗜好で購買の判断を

するという状況もまた表現することが可能となっている．

対象とする ECサイトでは，すでにある種の機械学習モ

デルを用いてリアルタイムのクーポン発券を実施している

*1 各個々のユーザが識別できる場合には，1 つのセッションを 1
ケースとして取り扱うのではなく，1 人のユーザの一連の閲覧行
動を 1 ケースとして扱うことも可能である．その場合，1 人の
ユーザがある程度の期間にわたって商品の購入を迷い，セッショ
ンをまたぐことも考えられるため，1 セッションを 1 ケースと
して扱う状況とは異なる結果が得られる可能性がある．しかし，
EC サイトでログインせずに閲覧や検索をするユーザもいること
から，個々のユーザを識別することが難しいケースも多い．この
ような状況を考慮し，本研究では広く導入が容易と考えられる
セッション単位のモデル化を行う．

c© 2017 Information Processing Society of Japan 2035
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表 1 対象 EC サイトにおけるページタイプの種類およびその概要

Table 1 The page types and its roles in the EC site.

ページタイプ名 概要

top 対象サイトのトップページ

search 検索結果が表示されているページ

category 同一カテゴリの商品が一覧表示されるページ

item 商品の詳細ページ

cart カートページ

cart form 購入前の必要事項記入ページ

conversion 「ご購入ありがとうございました」と表示されるページ

registration form 会員登録のための必要事項記載ページ

registration 会員登録に関連するページ

login ログインのための ID およびパスワードの入力ページ

sale セール商品が表示されるページ

catalog カタログに記載された商品が表示されるページ

が*2，その施策効果の検証を行うために，サイトを訪れた

セッションに対してランダムにA，Bのラベルをつけ，「施

策を行うセッション（ラベル A）」と「施策を行わないセッ

ション（ラベル B）」の購買割合を比較する A/Bテストを

行っている*3．なお，ユーザのプライバシー保護の観点か

ら，デモグラフィックデータは分析対象としない．

本研究で対象としたセッションデータの基本統計量につ

いては付録参照のこと．

2.2 閲覧履歴の表記

本研究で対象とする閲覧履歴について説明を行う．いま，

I 個からなるセッション集合を S = {si : 1 ≤ i ≤ I}，J 種

類からなるページタイプ集合を K = {kj : 1 ≤ j ≤ J}とす
る．i番目のセッション si で閲覧されたページタイプの数

を Ti とすれば，閲覧履歴系列 xi は以下で与えられる．

xi = xi
0x

i
1 · · ·xi

Ti−1 (1)

ただし，xi
tは i番目のセッション siで t番目に閲覧された

ページタイプで，xi
t ∈ Kを満たす．また，J 種類からなる

ページタイプは，対象とする ECサイトで定義されている

ものを用いる．

2.3 関連研究

2.3.1 潜在クラスモデル

マーケティングなどの分野においては，消費者の嗜好や

行動は均一的ではなく，異なる特徴を有したグループが混

在していることを仮定することが多い．これは，ユーザの

嗜好の多様性を表現するための合理的な考え方の 1つであ

*2 現在導入されているクーポン発券ロジックについては詳細を示す
ことができないが，本研究で導入する潜在クラスモデルのよう
に，対象の異質性を考慮した方法ではなく，後で示すように本研
究の提案手法と組合せて用いることが可能である．

*3 本研究では，この A/B テストで付与されたラベルデータも評価
用に用いる．

り，マーケティング分野ではカスタマーセグメンテーション

（市場細分化）といった考え方に通じている [8]．このよう

な対象に対して適用され，有用性が認められる統計モデル

が潜在クラスモデルである [9], [10], [11]．潜在クラスモデ

ルは，観測される統計データの背後に観測できないクラス

という離散変数の存在を仮定し，観測データから EMアル

ゴリズム [12], [13]などを用いてパラメータの推定を行う．

マーケティング分野における潜在クラスモデルについて

は比較的古くから議論がなされており，市場細分化との関

連について論じたGreenらの研究 [14]や製薬分野の市場細

分化に適用した Bassiの研究 [4]，クラスタリングモデルと

して k-means法との比較 [15]などがある．比較的最近の大

規模データに対して適用した研究としては，Hofmannによ

る Aspect Model [16]がよく知られている．Hofmannのモ

デルはPLSA（Probabilistic Latent Semantic Analysis）[2]

モデルとも呼ばれ，もともとはテキストデータ分析のため

のトピックモデルの 1つとして提案された．その後，協調

フィルタリングによるレコメンデーション [16]に適用され，

その有効性が示されたことから，様々な拡張がなされてい

る [17], [18], [19]．これらの潜在クラスモデルはユーザの購

買履歴データの分析にも有用であり，そのための分析モデ

ルとしても様々なタイプが提案されている [20], [21], [22]．

本研究では，これらの従来の潜在クラスモデルに対し，

ECサイト上のページ遷移というユーザのページ閲覧行動

に対する潜在クラスモデルを考える．このようなユーザの

ページ閲覧行動に対して潜在クラスモデルを用いてモデ

ル化した研究としては，LSMC（Latent Segment Markov

Chain）[6]がある．本研究では，この LSMCをベースとし

て，クーポン発券などのマーケティング施策に対するユー

ザの購買行動を分析可能とするモデルに拡張を行う．従来

研究としての LSMCについては，次項で概要を示す．

2.3.2 Latent Segment Markov Chain

LSMCはユーザの閲覧行動にマルコフ性 [9]を仮定し，

c© 2017 Information Processing Society of Japan 2036
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図 1 LSMC のグラフィカルモデル [6]

Fig. 1 The graphical of LSMC.

潜在クラスモデルとして表現した統計モデルである．POS

データのような，あるユーザの購買した 1つの商品といっ

たようなユーザと商品のペアではなく，ユーザの購買履歴

のような複数の商品を含むデータに対するモデル化として

は，ユーザの 1トランザクションにおける複数アイテムの

購買を表現したモデル [20], [23]があげられる．しかしなが

ら，このようなモデルでは，対象としているデータの時系

列を考慮しておらず，本研究で対象とするようなあるペー

ジを閲覧したのちに次のページを閲覧するといった状況を

モデルとして考慮できない．そこで，LSMCでは，t番目の

閲覧ページタイプは，t− 1番目の閲覧ページタイプのみに

依存するという，1次のマルコフ性を仮定することでセッ

ション si の持つ閲覧履歴系列 xi の確率構造を潜在クラス

を条件とする条件付き 1次マルコフモデルとしてモデル化

している．このようなモデル化を行うことによって，トッ

プページからセールページに遷移しやすいユーザやカート

ページに遷移しにくいユーザなど閲覧行動の類似性や異質

性を考慮したユーザセグメントのモデル化が可能となる．

LSMCのグラフィカルモデルは図 1 のようになる．

いま，L個からなる潜在クラス集合を Z = {zl : 1 ≤ l ≤
L}と定義すれば，ある潜在クラス vi に所属するセッショ

ン si における閲覧履歴 xi の生起確率は以下の式 (2)のよ

うに表現される．ただし，si が所属する潜在クラス vi は，

vi ∈ Z を満たす．

P (xi|vi) = P (xi
0|vi)

Ti−1∏
t=1

P (xi
t|xi

t−1, vi) (2)

なお，式 (2) において，P (xi
0|vi) は初期分布であり，

P (xi
t|xi

t−1, vi) は si において t − 1 番目にページタイプ

xi
t−1 ∈ Kを閲覧したのちに，t番目にページタイプ xi

t ∈ K
を閲覧する確率である．

2.3.3 閲覧履歴および購買行動を考慮したマルコフ潜在

クラスモデル [7]

本節では，閲覧履歴に加えて，購買の有無を考慮できる

よう LSMCを拡張したモデル（以下，Matsuzakiらのモデ

ル）[7]について述べる．このような拡張を行うことによっ

て，ECサイトにおける購買行動をより詳細に記述するこ

とが可能となり，購買につながる閲覧行動を特定すること

ができると考えられる．

Matsuzakiらのモデルでは，LSMCで考慮している閲覧

履歴に加えて，購買の有無を考慮できるように拡張を行

う．LSMCで定義されている変数と集合に加えて，i番目

のセッション si における購買の有無を表す変数 wi を以下

のように定義する．なお，式 (3)中の yは「購買が起きる」

という事象，ȳはその余事象である．

wi =

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

1, 事象 yが生起するとき

（si で購買が起こる場合）

0, 事象 yが生起しないとき

（si で購買が起こらない場合）

(3)

ここで，siの閲覧履歴 xiと購買有無 wiに対応する潜在変

数を viとすれば，i番目の完全データは (xi, wi, vi)と表さ

れる．なお，vi ∈ Z =
{
zl : 1 ≤ l ≤ L

}
を満たす．よっ

て，i番目の完全データ (xi, wi, vi)についての確率モデル

は以下のように表される．

P (xi, wi, vi) = P (vi)P (xi|vi)P (wi|vi) (4)

ただし，P (wi|vi) = P (y|vi)wiP (ȳ|vi)1−wi とし，P (y|z)は

ある潜在クラス z ∈ Z において購買が起きるか否かという
2値の事象に対してベルヌーイ分布を仮定している．

よって，潜在変数 vi = zl の下での閲覧履歴 xi，購買有

無 wi の生起確率 P (xi, wi|vi = zl)は以下のようになる．

P (xi, wi|vi = zl)

= P (xi|zl)P (y|zl)wiP (ȳ|zl)1−wi

= P (xi
0|zl)P (y|zl)wiP (ȳ|zl)1−wi

Ti−1∏
t=1

P (xi
t|xi

t−1, zl)

=
N∏

j=1

λ
δ(xi

0=kj)
lj

N∏
j=1

K∏
m=1

a
nijm

ljm γwi

l (1 − γl)1−wi (5)

ただし，λlj = P (xi
0 = kj |vi = zl) とし，δ(xi

0 = kj) は

xi
0 = kj のとき 1となるインジケータ関数，aljm = P (xt =

kj |xt−1 = km, zl)，nijmはページタイプ kmから kj への遷

移回数，γl = P (y|zl) = P (y|vi = zl)である．なお，このモ

デルは観測されない変数である潜在変数を含むため，EM

アルゴリズム [12], [13]を用いてパラメータの推定を行う．

従来手法の LSMCをはじめ，Matsuzakiらの手法，なら

にび本研究で提案するモデルでは，潜在クラスが与えられ

たもとでの条件付独立の構造を仮定することで，様々な嗜

好を持った顧客が混在する場合の閲覧履歴と購買行動の従

属関係をモデル化している．潜在クラスモデルを仮定する

ことで，閲覧履歴と購買行動の関係性が異なるグループが

混在する対象をモデル化することが可能となる．

3. 閲覧履歴，購買有無および施策実施有無を
考慮したマルコフ潜在クラスモデル

3.1 概要

Matsuzakiらのモデルを用いて施策を実施すべきクラス
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を特定する場合には，モデル学習後にそれぞれの潜在クラ

スについて施策実施の効果（以下，施策効果）を算出し，そ

の値が高い潜在クラスを施策実施すべきクラスと判断すれ

ばよい．一方，学習データ中には，現行のクーポン発行ロ

ジックによって「施策が実施されたセッション」と「実施さ

れなかったセッション」が含まれている．本研究で対象と

する事例では，すでにリアルタイムに割引クーポンが発行

されており（4.1，4.2 節参照），本研究では，その効果をさ

らに高めるような対象セグメントの特定のために，これら

の現行のクーポン発券ロジックによる施策実施の有無デー

タを活用する．すなわち，施策を実施されたセッションと

実施されなかったセッションでの購買行動の変化によって

潜在クラスごとの施策効果を算出することができる．

しかしながら，Matsuzakiらのモデルを用いて施策実施

の意思決定を行う場合には，モデルの学習後に各潜在クラ

スに含まれる「施策が実施されたセッション」と「実施され

なかったセッション」の購買割合を用いて施策効果を算出

することになるため，施策効果をモデルから間接的に算出

していることになる．つまり，このモデルは学習時に施策

実施有無と購買の因果関係を表現していないため，直接的

な施策効果をモデルとして考慮できていないといえる．こ

の施策効果についても，施策実施が効果的なクラスやあま

り効果がないクラスなど潜在クラスによって差異があると

考えられる．この施策効果の異質性を考慮するためには，

「施策が実施された場合の購買」と「実施されなかった場合

の購買」を区別して施策実施と購買の因果関係をモデル化

する必要がある．

そこで本節では，前項の Matsuzaki らのモデルを拡張

し，施策実施の有無を直接的に考慮したモデル（以下，提

案モデル）の提案を行う．このように，対象 ECサイトに

おいて施策実施されたセッションに注目し，施策実施有無

を考慮したモデル化を行うことで，「施策を実施した場合」

と「実施しなかった場合」の購買確率が推定可能となり，

施策実施が効果的な潜在クラスを特定することができると

考えられる．提案モデルのグラフィカルモデルは図 2 の

ように表される．なお，図 2 中の観測変数 di は，i番目の

セッション siにおける施策実施有無を表す変数であり，式

(6)のように定義される．式 (6)における cは「施策が実施

される」という事象であり，c̄はその余事象である．

図 2 提案モデルのグラフィカルモデル

Fig. 2 The graphical of the proposed model.

di =

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

1, 事象 cが生起するとき

（si で施策が実施された場合）

0, 事象 cが生起しないとき

（si で施策が実施されなかった場合）

(6)

3.2 定式化

提案モデルでは，Matsuzakiらのモデルを拡張し，施策

実施の有無を条件とした購買を考慮できるように拡張を行

う．Matsuzakiらのモデルで定義されている集合と変数に

加えて，i番目のセッション si について，施策実施の有無

を表す事象 c, c̄に対応する観測変数 di を導入する．ここ

で，si の閲覧履歴を xi，購買有無 wi に対応する潜在変数

を viとすれば，i番目の完全データは (xi, wi, di, vi)と表さ

れる．ただし，vi ∈ Z =
{
zl : 1 ≤ l ≤ L

}
を満たす．よっ

て，i番目の完全データの確率モデルは以下のように表さ

れる．

P (xi, wi, vi|di) = P (vi)P (xi|vi)P (wi|vi, di) (7)

なお，P (wi|vi, di)は

P (wi|vi, di) = {P (y|c, vi)}diwi{P (ȳ|c, vi)}di(1−wi)

·{P (y|c̄, vi)}(1−di)wi{P (ȳ|c̄, vi)}(1−di)(1−wi) (8)

を示すものとし，P (y|c, z)はある潜在クラス z ∈ Z に所
属するセッションに施策が実施されたという条件のもと

で，また，P (y|c̄, z) はされないという条件のもとで購買

が起こる確率であり，それぞれ購買が起きるか否かとい

う 2値の事象に対してベルヌーイ分布を仮定している．ま

た，潜在変数 vi = zl および施策実施有無を表す変数 di が

与えられたもとでの閲覧履歴 xi，購買有無 wi の生起確率

P (xi, wi|vi = zl, di)は以下のようになる．

P (xi, wi|vi = zl, di)

= P (xi|zl) {P (y|c, zl)}diwi {P (ȳ|c, zl)}di(1−wi)

· {P (y|c̄, zl)}(1−di)wi {P (ȳ|c̄, zl)}(1−di)(1−wi)

=
J∏

j=1

λ
δ(xi

0=kj)
jl

J∏
j=1

J∏
m=1

a
nijm

jml γ1
l

diwi
γ1

l
di(1−wi)

·γ0
l
(1−di)wi

γ0
l
(1−di)(1−wi) (9)

ただし，γ1
l = P (y|vi = zl, di = 1)，γ0

l = P (y|zl, di = 0) =

P (y|vi = zl, di = 0)，γ1
l = 1 − γ1

l，γ0
l = 1 − γ0

l である．

3.3 パラメータ推定

提案モデルについても潜在変数を含むため，EMアルゴ

リズム [12], [13]を用いてパラメータの推定を行う．以下

に E-step, M-stepそれぞれの更新式を示す．
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E-step

P (zl|xi, wi, di) =
πlP (xi, wi|zl, di)∑L

l′=1 πl′P (xi, wi|zl′ , di)
= αil (10)

M-step

πl =
1
I

I∑
i=1

αil (11)

λjl =
∑I

i=1 αilδ(xi
0 = kj)∑I

i=1 αil

(12)

ajml =
∑I

i=1 αilnijm∑J
m=1

∑I
i=1 αilnijm

(13)

γ1
l =

∑I
i=1 αildiwi∑I

i=1 αildi

(14)

γ0
l =

∑I
i=1 αil(1 − di)wi∑I

i=1 αil(1 − di)
(15)

EMアルゴリズムでは，式 (16)で表される完全データの対

数尤度が収束するまでパラメータの更新を行う．ただし，

X = (x1, . . . ,xI)，W = (w1, . . . , wI)，D = (d1, . . . , dI)，

V = (v1, . . . , vI)とする．

log P (X, W , D, V ) =
I∑

i=1

log P (xi, wi, di, vi) (16)

4. 実データ分析への適用

4.1 概要

提案モデルの有用性を検証するため，大手総合カタログ

通販サイトにおける購買履歴，閲覧履歴および施策実施有

無データを用いた実験を行った．対象 ECサイトの各ペー

ジにはそれぞれ “item” や “category” といったような 12

種類のページタイプ（表 1 参照）が付与されており，本実

験ではこのページタイプの閲覧遷移を閲覧履歴として使用

する．また，対象 ECサイトでは，すでにリアルタイムに

割引クーポンを発行するという施策を実施しており，この

クーポン発行の有無を施策の実施有無データとしてモデル

の学習に用いる．

4.2 モデルの評価方法

対象 ECサイトでは，リアルタイム割引クーポン発行施

策の効果を検証するために，マーケティングなどの分野

で広く用いられている A/Bテストが行われている．この

A/Bテストでは，サイトを訪れたすべてのセッションに対

してランダムに表 2 のような A，Bのラベルをつけ，現在

使われているクーポン発券ロジックによりクーポン発行す

べきと判断されたセッション（クーポン対象セッション）

のうち，A群であるセッションのみにクーポン発行が行わ

れ，B群のセッションには発行が行われない．A，B群の

表 2 データのラベル付け

Table 2 Labels for using data.

A/B テストのラベル

A B

クーポン対象
対象 Ac Bc

非対象 Anc Bnc

差を見ることにより，クーポン発行の効果を測定すること

が可能となる．

このラベルを用い，モデル学習により推定された Ac 群

の購買確率と Bc 群の購買確率の比（P (y|z, c)/P (y|z, c̄)）

によって各潜在クラスの施策効果を推定する．この値が高

い潜在クラスを提案モデルによって特定される「クーポン

発行効果が高いクラス」とする．また，各潜在クラスに所

属するセッションのうち Ac，Bc 群になっているセッショ

ンの割合を見ることによって，実験により施策効果が高い

と判断されたクラスに所属するセッションに対し，現行の

施策がどれだけクーポン対象とできているのかを検証す

る．これによって，対象 ECサイトで行われたクーポン発

行施策の評価を行う．

4.3 実験条件

実験には，2016年 4月 1日から 30日までの 1カ月間で

蓄積された閲覧，購買履歴および施策実施有無データを

用いる．施策実施有無をモデルとして考慮した場合，クー

ポン対象セッション（ラベル Ac，Bc）の割合が小さいた

め，学習データ中のクーポン発行セッションの割合が少な

くなってしまい，全セッションを用いるとモデル学習時に

クーポン対象セッションが相対的に軽視されてしまう．し

たがって，提案モデルでは，クーポン対象セッション（ラ

ベル Ac，Bc）により注目するために，「クーポン対象セッ

ション数」と「非クーポン対象セッション数」が同程度に

なるようにデータをランダムにサンプリングし，そのデー

タを学習データとしてモデルの学習を行う．学習データの

総セッション数は 109,708件，総閲覧件数は 2,222,716件

である．

なお，閲覧されるページの性質を考慮し，本実験では閲

覧端末が PC であるデータのみを用いるものとした．ま

た，潜在クラスの数については，AICや BICなどの情報量

基準を適用する方法も考えられるが，本研究で対象とする

モデルでは，最尤推定量が漸近的に正規分布に従うことを

保証できず，理論的な保証が得られない．潜在クラス数を

大きくしすぎるとクラスあたりのデータ数が減少し，パラ

メータの推定精度が下がるため，適切な潜在クラス数を推

定精度や予測精度の観点から探索するという方法も考えら

れる．しかしながら，単に結果が改善されるというだけで

なく，そのモデルの内容を適切に解釈でき，なぜ良くなる
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表 3 実験結果

Table 3 The result of the experiment.

潜在クラス z1 z2 z3 z4 z5 z6 z7 z8 z9 z10 全体

所属セッション数 9,173 6,065 8,402 9,922 18,951 17,226 5,076 8,344 7,044 19,506 109,708

混合比 0.08 0.06 0.08 0.09 0.17 0.16 0.05 0.08 0.06 0.18 1.00

Ac 購買確率 0.394 0.171 0.088 0.023 0.045 0.263 0.223 0.156 0.084 0.047 0.144

Bc 購買確率 0.309 0.099 0.060 0.016 0.040 0.225 0.152 0.140 0.065 0.034 0.113

施策実施効果
1.28 1.73 1.46 1.42 1.12 1.17 1.46 1.11 1.28 1.40 1.28

(Ac/Bc)

カバー率 48% 35% 45% 57% 58% 59% 55% 57% 52% 33% 50%

のかが説明できることもまた実応用においては重要な点と

なる．このような理由より，各潜在クラスの所属セッショ

ン割合がある程度のボリュームを持ちつつ，クーポン効果

と閲覧傾向の差異について解釈可能であるような潜在クラ

ス数を事前実験により探索するものとした．この事前実験

では潜在クラスの数を 2から 22まで 1刻みに変化させ，加

えて 40，80，100と設定したもとで実験を行い，その中で

特徴的な結果を得られた潜在クラス数，すなわち L = 10

と設定するものとした．

EMアルゴリズムの収束値は一般に初期値に依存してし

まうという問題があるため，本実験では 3回の異なる初期

値による実験を行っている．これらによって得られた潜在

クラス全体を確認したところ，ほぼ同様の結果となった．

このため，本論文ではその中の 1つの実験結果について示

すものとする．

4.4 実験結果・考察

Ac 群の購買確率 P (y|z, c)と Bc 群の購買確率 P (y|z, c̄)

の値や施策実施効果，カバー率，混合比*4に着目し，分析

を行った．表 3 に 10個の潜在クラスそれぞれの結果を示

す．ここでは，これらの値を総合的に勘案し，特徴的な結

果を示した 3つの潜在クラス（z3，z5，z6）について考察

を行う．なお，施策実施効果は，Ac 群と Bc 群の購買確率

の比（P (y|z, c)/P (y|z, c̄)）により定義し，この値が高いほ

ど施策効果が高いと解釈できる．また，カバー率は，各潜

在クラスに所属するセッションのうちクーポン対象（ラベ

ル Ac，Bc）となったセッションの割合と定義する．

表 3 より，z6について Ac，Bcの購買確率が高いことが

分かる．しかし，施策実施効果は 1.17と全体の施策実施

効果と比較して低い値を示している．すなわち，z6 には，

クーポン発行を行わずとも購買に至るセッションが多く集

まっていると考えられる．したがって，この潜在クラスへ

のクーポン発行は，全体と比較して余分な割引の実施につ

ながる可能性がある，すなわち機会損失が発生してしまう

*4 混合比は，各潜在クラスのもとでの確率構造をどのような比率で
混合しているかを決めるモデルのパラメータと定義する．

可能性があり，クーポン発券の効果は相対的に低いと考え

られる．このため，実際の適用場面においては，クーポン

発券を積極的に行うべき潜在クラスではないと考えられ

る．一方 z3 は，Bc の購買確率が低い値をとっているが，

施策実施効果が 1.46と高い値を示している．このことか

ら，z3に所属するセッションは購買に対する意欲があまり

高くないが，クーポン発行によって購買が促されるといえ

るため，重点的に施策を実施すべきである．また，z5 につ

いては，Bcの購買確率，施策実施効果ともに低い値をとっ

ている．つまり，z5に所属するセッションはそもそも購買

をする意欲の低い閲覧行動であると考えられるため，施策

を実施すべきでないといえる．

次にカバー率を見ることによって，現行のクーポン発行

アルゴリズムがそれぞれの潜在クラスに所属するセッショ

ンをどの程度クーポン対象として検出しているのかについ

て分析を行う．z6 は購買確率が高く，クーポンを発行せ

ずとも購買を行うクラスであるが，そのカバー率は 59%と

高い値をとっている．一方で施策実施効果が高い値を示し

ていた z3 のカバー率は 45%と比較的低い値となっている

ことが分かる．このことから，現行のクーポン発行アルゴ

リズムは，施策実施効果が低く，そもそもの購買確率が高

いセッションをクーポン対象として検出しがちであると考

えられる．すなわち，施策実施効果の高い z3 に所属する

セッションに対して，積極的にクーポン発行を行うことで，

施策効果の向上が期待できるといえる．また，購買意欲が

低いと考えられる z5 のカバー率は 58%と高い値をとって

いることから，現状ではクーポン発行が効果的でないセッ

ションに対するクーポン発行が行われる傾向にあることが

分かる．このクラスへのクーポン発行を控えることによっ

てクーポン対象セッションの質を向上させることができる

と考えられる．

4.5 詳細分析

前節の分析から，潜在クラス z3 は購買確率は比較的低

いが施策実施効果が高いクラスであることが明らかとなっ

た．本節では，この潜在クラス z3 に着目し，初期ページ
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図 3 初期ページの確率分布およびページ遷移確率分布（z3）

Fig. 3 The probability distributions of the initial page and page transitions (z3).

図 4 初期ページの確率分布およびページ遷移確率分布（z6）

Fig. 4 The probability distributions of the initial page and page transitions (z6).

（landing page）の確率分布やページ遷移確率の分布の分析

を行うことにより，どのような特徴を持つユーザセグメン

トに対する施策実施が効果的であるのかについて考察を行

う．具体的には，提案モデルの学習によって得られるパラ

メータであるそれぞれの潜在クラスの初期ページ（landing

page）の確率分布とページ遷移確率の分布の比較を行う．

1つの潜在クラスにはマルコフモデルにおける 1つの状態

が対応しており，その状態における前述した 2種類の確率

分布を比較することによって，それぞれの潜在クラスにつ

いて詳細な分析を行う．以下の図 3，図 4 に潜在クラス

z3, z6 の初期ページの確率分布やページ遷移確率の分布を

示す．なお，比較のために購買確率が高いが，施策実施効

果が低いクラスである z6 の初期ページの確率分布やペー

ジ遷移確率の分布も図 4 に示した．

図 3，4 の 12 × 12行列で表される部分は，パラメータ

aljm の値であり，潜在クラス zl におけるページタイプ km

（行）から kj（列）への遷移確率を示したものである．ま

た，表右部の “landing page”は初期ページの確率分布であ

り，表の下部にある出現確率は，以下の式 (17)により算出

され，それぞれのページがその潜在クラスにおいてどの程

度出現しやすいかを表す．

P (kj |zl) =
∑J

m=1 P (kj |km, zl)∑J
j=1

∑J
m=1 P (kj |km, zl)

(17)

なお，図中では，値が高いほど色が濃くなるようにセルが

着色されている．

まず，図 3 における landing page列に注目してみると，

top，categoryが高い値を示している．このことから，こ

の潜在クラスに所属しているユーザは当該サイトの閲覧，

購買を目的としてアクセスしている可能性が高い．また，

全体的な閲覧の傾向を比較するために，z3とそれ以外の潜

在クラスにおけるページ遷移確率の分布の比較を行う．具

体的には，着目する潜在クラス zlと比較対象となる潜在ク

ラス z について，j 番目のページタイプ kj から J 種類あ
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表 4 z3 とその他潜在クラスとのページ遷移確率の近さ（KLD(z3, z)）

Table 4 Distance between the transition probability of z3 and others (KLD(z3, z)).

潜在クラス z1 z2 z3 z4 z5 z6 z7 z8 z9 z10

KLD 6.24 2.23 0 6.81 36.13 7.63 64.97 5.02 19.31 16.23

購買確率 0.394 0.171 0.088 0.023 0.045 0.263 0.223 0.156 0.084 0.047

るページへの遷移確率の分布の近さを KL情報量によって

評価し，その和によって全体のページ遷移確率の比較を行

う．着目する潜在クラス zl と比較対象となる潜在クラス z

のページ遷移確率の近さ（KLD(zl, z)）は以下の式 (18)に

よって算出する．

KLD(zl, z) =
J∑

j=1

J∑
m=1

P (km|kj , zl) log
P (km|kj , zl)
P (km|kj , z)

(18)

式 (18)を用いて z3 とその他の潜在クラスとのページ遷移

確率の近さを算出したものが表 4 である．

表 4 より，購買確率が高い潜在クラスを見てみると，

z1, z2, z6, z8 と，z3 との KLDの値が比較的小さいものと

なっていることが分かる．このことから，z3 に所属する

セッションは，購買確率が高い潜在クラスと類似する閲覧

傾向を持っているが，購買には至りにくいという特徴があ

ることが明らかとなった．

次に，購買確率が高く施策効果が低い z6 との比較を行

う．購買に直結するページ遷移に着目すると，z3 の item

から cartへの遷移確率が 25%であるのに対し，z6は 8%と

低い値をとっていることから，z6に所属するセッションで

は，商品をカートに入れる行動に至りにくいことが分かる．

また，z3の cartから loginへの遷移確率が 11%であるのに

対し，z6 は 6%と低い値を示していることから，z6 に所属

するセッションでは，商品をカートに入れたあとに，ログ

インして商品の購買に必要な行動をとりにくいことも分か

る．また，図 4 における landing pageに着目すると，sale

ページの値が高いことが分かる．このことから，この潜在

クラスに所属しているユーザは何らかのセール情報により

当該サイトを訪れている可能性があり，事前の購入意思が

それほど高くないということも考えられる．したがって，

上記の潜在クラス z3, z6の特徴から z6に所属するセッショ

ンは，「購買確率の高い z3 と類似した閲覧行動をとるが，

購買に至らないセッション」であるといえる．

また，saleページへの遷移確率に着目すると，topから

sale，itemから sale，categoryから saleなどの遷移確率に

おいて z6が高い値を示していることが分かる．また，初期

ページについても z6 は，最初に訪問するページが saleで

ある確率が約 50%と非常に高い値を示している．このこと

から，z6はセールへの関心の高いユーザが集まっていると

いえる．

以上の購買に関係するページへの遷移や saleページへの

遷移の特徴から，潜在クラス z6 に所属するセッションは，

購買しそうな閲覧行動と類似した閲覧をするが購買に至り

にくく，セール対する関心が高いため，施策実施の効果が

高い値を示していたと考えられる．

5. 考察

提案モデルをクーポン発行の意思決定支援に用いる際に

は，リアルタイムに新規セッションに対してクーポン発行

を行うべきか否かを判断する必要がある．モデルの学習に

よって，あらかじめパラメータから潜在クラスごとにクー

ポン効果が高いクラスであるか否かを定めておけば，新規

セッションがどの潜在クラスに所属するのかを推定するこ

とで，クーポン発行の意思決定を行うことができる．すな

わち，セッションが未終了でも，あらかじめモデルの学習

とそれぞれの潜在クラスの分析ができていれば，そこまで

の閲覧ページの情報を用いることで，そのセッションがど

の潜在クラスへ所属するかを推定することが可能となる．

そこで本節では，新たな閲覧ページ遷移が得られた際に，

そのセッションがどの潜在クラスに所属するのかを判断する

ための方法について述べる．いま，新規セッションに対し，

最初の n 番目までの閲覧履歴 xnew = xnew
0 xnew

1 · · ·xnew
n−1

が得られたとする．このとき，xnew が観測されたもとで

のある潜在クラス z ∈ Z への事後所属確率 P (z|xnew)を

用いて，xnew の所属する潜在クラス z∗ ∈ Z は以下のよう
に決定される．

z∗ = argmax
z∈Z

P (z|xnew) (19)

また，xnew のある潜在クラス z への事後所属確率

P (z|xnew)は，以下のように算出される．

P (z|xnew) =
P (xnew|z)P (z)∑

z′∈Z P (xnew|z′)P (z′)

=
P (xnew

0 |z)
∏n−1

h=1 P (xnew
d |xnew

h−1, z)P (z)∑
z′∈Z P (xnew

0 |z′)∏n−1
h=1 P (xnew

h |xnew
h−1, z

′)P (z′)

(20)

実応用の際には，何ページ目までの閲覧で所属する潜

在クラスを決定するのかを判断しなければならない．こ

こでは，式 (20) によって決められる n 番目までの閲覧

履歴 P ∗ = P (z∗|xnew) の潜在クラス z∗ への所属確率

（P ∗ = P (z∗|xnew)）が，閲覧ページ数 nを増やすことでど

のように変化するのかを考察する．なお，学習データ中に

おける閲覧ページ数が 10以上のセッションを用いた．以
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図 5 閲覧ページ数 n の変化による P ∗ の変化

Fig. 5 The transition of P ∗ by increase of page views (n).

下の図 5 に n = 1～10まで変化させた際の，P ∗ のヒスト

グラムを示す．図 5 より，閲覧ページ数が増加するに従っ

て，P ∗ の値が高いデータが増加することが分かる．閲覧

ページ数が 3となると所属確率が 0.8以上となるセッショ

ンが現れはじめ，6をこえると P ∗ ≥ 0.9となるセッション

が増加している．このことから，閲覧ページ数 nを増やす

ことで，所属する潜在クラスをより正確に特定することが

可能であることが明らかとなった．実際に潜在クラスを特

定する際には，P ∗ が 0.8をこえた時点で所属する潜在ク

ラスを決定するなどといった閾値を設け，所属する潜在ク

ラスの特徴に応じて施策実施すべきか否かの判断が可能で

ある．このように，すでにモデルの学習が済んでいれば，

式 (19)を用いて所属する潜在クラスをリアルタイムに決

定し，その潜在クラスに応じてクーポン発行するか否かを

リアルタイムに意思決定することができる．

一方，ユーザ集合全体の行動特性が変化した場合にはモ

デルの学習をし直す必要がある．実際の ECサイトでは，

時間の経過とともに新規ユーザが追加され，退会ユーザ

も存在することから，ユーザが入れ替わることで，その閲

覧・購買行動の統計的特徴が変化する可能性がある．その

ため，定期的にモデルの整合性をチェックし，必要に応じ

て最新のデータが学習し直す必要がある．モデルの整合性

のチェックのためには，期待コンバージョン率と実際のコ

ンバージョン率の差異を用いることができる．実際のコン

バージョン率がモデルから推定される期待値よりも低減し

ている場合には，最新データを用いて学習し直せばよいと

考えられる．

6. まとめ・今後の課題

本研究では，ECサイトにおける購買履歴に加えて，閲

覧履歴，施策実施有無を考慮した確率的マルコフ潜在クラ

スモデルの提案を行った．また，実際の閲覧，購買履歴と

割引クーポン発行施策の実施結果の実データを用い，提案

モデルを適用して有効性の検証を行った．その結果から，

今後の施策実施についてとるべき方向性を示すことができ

ることが確認され，現行施策の評価を行うことで提案モデ

ルの有用性を示した．本研究の提案モデルにより，各セッ

ションに対して，クーポン発行の必要性を自動的に判断す

ることができる．他の機械学習アルゴリズムで算出された

クーポン発行対象セッションに対して，本研究の提案モデ

ルを適用し，組み合わせて用いることも容易である．すな

わち，提案モデルでは何らかのクーポン発行ロジックを必

要とするものの，それらと組み合わせることによってクー

ポン発行ロジックが効果を発揮するような潜在クラスを

特定することが可能となる．したがって，クーポン発行ロ

ジックを改良，変更したとしても新たに学習データを蓄積

して学習をし直すことができれば，引き続き提案モデルと

併用し続けることが可能となる．

今後の課題として，Latent Dirichelet Allocation [24]の

ようなパラメータをベイズ推定するようなモデルへの拡張

や，異なる ECサイトおよび異なる施策についてのさらな

る実験や検証などがあげられる．
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付 録

A.1 対象データの基本統計量

以下では本研究で対象とした閲覧履歴データに対する，

基本統計量を示す．なお，事前実験には，対象 ECサイト

に 2016年 4月 1日から 2016年 4月 30日までの間に蓄積

されたデータのうち，100,000件をランダムサンプリング

したものを用いた．

購買が行われたセッション（購買セッション）と行われ

たかったセッション（非購買セッション）で層別を行い，

それぞれ 1セッションあたりの「平均閲覧ページ数」，「滞

在時間」，「ページあたり閲覧時間」について比較行った．

その結果を以下の表 A·1，表 A·2 に示す．
表 A·1，A·2 より，「平均閲覧ページ数」，「滞在時間」，

「ページあたり閲覧時間」のすべての項目について購買セッ

ションの平均値，中央値が高いことが分かる．このことか

ら，購買を行うためにある程度の時間をかけてページを閲
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表 A·1 購買セッションの基本統計量（9,824 件）

Table A·1 Fundamental statistics of purchasing sessions.

購買 滞在時間 ページあたり

セッション 閲覧ページ数 （分） 閲覧時間（秒）

最大値 697 1352.9 621.7

最小値 2 0 0

平均値 59.2 39.3 45.8

中央値 46 28.1 34.9

標準偏差 49.5 44.2 39.3

表 A·2 非購買セッションの基本統計量（90,174 件）

Table A·2 Fundamental statistics of non-purchasing sessions.

非購買 滞在時間 ページあたり

セッション 閲覧ページ数 （分） 閲覧時間（秒）

最大値 850 993 16,824.9

最小値 2 0 0

平均値 16.7 11.7 48.0

中央値 8 4.3 25.9

標準偏差 24.6 24.4 130.2

覧していることが分かり，これは本研究で対象としている

カタログサイトの特徴とも一致すると考えられる．また，

非購買セッションの閲覧ページ数の中央値が 8であること

や滞在時間の中央値が 4分であることから，購買に至らな

いセッションの半数は非常に短い時間でサイトから離脱し

ていることが分かる．これらのことから，1セッションに

おける閲覧行動と購買の有無の間には統計的な傾向の差異

が見られることが分かる．なお，本研究ではサイトを閲覧

中のアクティブユーザへクーポンのリアルタイム発行を対

象としていること，提案モデルとしてマルコフ性を仮定し

ていることから，閲覧ページが複数であることが望ましい．

このため，セッション数が 2以上の顧客のデータを使用す

るものとした．
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