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販売履歴データに基づく中古ファッションアイテムの
販売価格予測モデルに関する一考察
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概要：近年の情報技術の発展により，EC（電子商取引）サイトを通じた商品の購買が普及している．本研
究で対象とするファッション EC サイト A では，ユーザから中古ファッションアイテムを買取り，値付
けを行い再販売を行っている．この ECサイトでは，売れ残りを防ぐため，出品アイテムに対し一定のア
ルゴリズムで自動的に値下げをする仕組みを採用している．このビジネスモデルにおいて，各アイテムに
対し，ある価格で出品された各アイテムが最終的にいくらで販売されるかを予測することは，値付けシス
テムの構築や経営戦略を考える際に重要である．本研究では，ECサイト Aにおける出品アイテムの販売
価格予測モデルの構築のために，潜在クラスを用いた混合回帰モデルを用いた分析を行う．すなわち，ア
イテムの特徴，季節ごとの値下がり率（オフ率）の傾向をもとに潜在クラスモデルを用いてクラスタリン
グを行った後に，データの各潜在クラスへの所属確率を用いて潜在クラスごとに回帰式を構築する推定モ
デルを構築する．さらに，得られた潜在クラスの情報を活用することで，オフ率が定義できない新規出品
データに対しても予測が可能となることを示す．本手法が ECサイト Aの購買データにおいて販売価格を
予測するモデルとして有効なモデルであることを示すとともに，得られたモデルを解釈することで説明変
数が持つ販売価格の影響度の定量化を行った．
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Abstract: Recently, it has become popular for consumers to purchase product items through EC sites. Es-
pecially as fashion items, the purchasing actions by consumers for them through EC sites have been rapidly
increased. This study focuses on a fashion EC site which operates the resale business of second-hand clothes.
They assess the appropriate exhibit prices of second-hand fashion items and resell them on this EC site.
A characteristic of this EC site is that if an item is not bought for a certain period, the price force to be
discounted automatically. In this EC site, it is important to predict the selling price of each item in condition
given information and an exhibit price. When we can predict accurate selling price and clear the effects of
factors on selling price, it should help a various marketing strategies. In this paper, we propose a new regres-
sion model to predict selling price using linear regression models depending on clusters which are constructed
by the relation between the features of items and seasonal off-rate. In order to show the effectiveness of our
proposal, simulation experiments with a real data are demonstrated and we discuss the analysis of the results
for some insightful marketing policies.
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1. はじめに

近年の情報技術の発展により，EC（電子商取引）サイト

を利用した商品の購買が普及している．これらの ECサイ

トでは，多種多様なアイテムが取り扱われており，その規

模も日々増加している．他方，本研究で対象とするファッ

ションアイテムに関しては，現実店舗に比べ在庫が充実し

ている点や価格の安さといった利点がありながらも，実際

の商品を確認することができないため，多くの消費者は期

待した商品と実物の品質が異なるというリスクを危惧する

とされていた [1], [2]．しかし近年では，ファッションアイ

テムを取り扱う ECサイトではアイテムに関する詳細情報

の提供をはじめ，無料返品サービスやユーザの求めるコー

ディネートの提案など，売り上げや顧客満足度向上のため

の様々な施策を行っており，その売上は増大傾向である．

一般に，ECサイトではユーザの閲覧履歴や購買履歴，

検索履歴といったログデータが取得できるため，これらの

多様なデータを活用し，様々な施策に結び付けようとする

取り組みが活発である [3]．たとえば，商品推薦 [4]は多く

の ECサイトで一般的であり，様々な方法が提案されてい

る [5], [6]．また，Houらはユーザの購買行動予測のために

木構造モデルによる特徴量変換とシンプルな機械学習を用

いた予測モデルを提案している [7]．Diasらは，Webサイ

トの検索パターンから，潜在クラスモデルによってオンラ

インマーケットセグメンテーションを行う方法を示してい

る [8]．その他，閲覧履歴や購買履歴データを活用した消費

者の購買行動に関する分析や顧客行動予測システムに関す

る研究は多岐にわたって行われている [9], [10], [11], [12],

[13], [14], [15], [16], [17], [18], [19], [20], [21], [22], [23], [24]．

これに対し，本研究では，過去のデータに基づき，中古

ファッションアイテムの購買価格を予測するモデルの構築

を対象とする．本研究で対象とするファッションアイテム

を取り扱う ECサイト Aでは，ユーザから中古ファッショ

ンアイテムを買取り，値付けを行い再販売，出品を行って

いる．この ECサイトでは，売れ残りを防ぐため，出品ア

イテムが一定の期間消費者から購入されない場合，あるア

ルゴリズムで段階的に値下げを行う仕組みを採用している．

すなわち，ECサイト側で決定した出品価格でアイテムを

出品したとしても，そのとおりの値段で買い手が付くとは

限らず，最終的に購入者が現れたときに，販売価格が決定

される．このようなビジネスモデルにおいて，出品された

アイテムが最終的にいくらで購入されるかといった販売価

格の予測を行うことは，値付けシステムの構築や運営戦略

を考える際に大変重要である．近年では，人工知能技術を

活用してアイテムの価格設定を行うことで，利益の最大化

を図ろうとする動きはあるものの [25]，中古ファッション

アイテムを対象とした場合，「アイテムの種類が非常に多

く，まったく同じアイテムが出品されるケースが少ない」，

「流行や商品の程度にも価格が左右される」などの理由に

よりその販売価格予測は難しい課題の 1つである．また，

ECサイト Aで取り扱われるアイテムは膨大な種類となる

ため，回帰分析やニューラルネットワーク，ランダムフォ

レストのようなすでに実績のある機械学習手法 [26], [27]を

そのまま援用したとしても，精度の高い予測を行うことは

難しいという課題がある．

以上より，本研究では ECサイト Aの特徴を活用した高

精度な出品アイテムの販売価格予測モデルの構築を目的と

する．アイテムが購入されず，一定期間が経過すると自動

的に値下がりするという ECサイト Aの特徴を考慮するた

め，出品された時点の価格を出品価格，最終的にユーザに

購入される価格を販売価格と定義し，出品価格と他の属性

情報から販売価格を予測するモデルを構築する．その際，

出品価格から販売価格までの値下がり幅をオフ率（%）と

定義し，オフ率の情報をモデル構築に活用することで，よ

り精度の高い予測モデルの構築を目指す．しかし，オフ率

は目的変数である販売価格を用いて計算されるため，説明

変数として直接予測に用いることはできない．そこで，本

研究では，オフ率を用いて傾向の類似したアイテムをクラ

スタリングし，それぞれのクラスタで予測モデルを構築す

ることでオフ率を活用しつつ，予測段階ではこの情報を用

いずに予測ができるモデルの構築を行う．具体的には，混

合回帰モデル [28]を本研究で対象とする事例に援用し，入

力データの特徴量および季節ごとのオフ率（中古販売品の

値下げ率）の背後にある潜在的な構造をもとにしたクラス

タリングを行う．その後，データの各クラスタへの所属確

率を用いてクラスタごとに回帰式を構築，その混合を行う

ものとする．これらの情報を活用することでオフ率を計算

することができない新規アイテムに対しても予測可能なモ

デルを構築する．分析モデルを当該 ECサイトの購買デー

タに適用することで販売価格の予測モデルとして有効であ

ること，ならびに構築したモデルのパラメータを解釈する

ことで得られる知見について示す．

2. 事前分析

一般に，ファッションアイテムは流行や季節に敏感な商

材であることが知られている．ECサイト Aの出品アイテ

ムの販売価格を予測するうえで，そのアイテムが値引きさ

れやすいアイテムなのかを把握することは非常に重要であ

る．すなわち，ECサイト Aの出品アイテムに対し，季節

ごとのオフ率の傾向で出品アイテムのクラスタリングが可

能であるならば，その傾向に応じて異なる販売価格の予測

モデルを構築することは，その予測を行ううえで有効な手

段であると考えられる．

そこで以下では，ECサイトAの実販売データをもとに，

各アイテムカテゴリに対し，月ごとのオフ率の傾向を分析
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した後に，そのデータに対して k-means法を適用*1し，季

節ごとのオフ率の傾向で出品アイテムの分類が可能か分析

を行う．

いま，N 種類からなるアイテムカテゴリ集合を I = {in :

1 ≤ n ≤ N}とし，アイテムカテゴリ in に対し，一年間

をM 期に区切ったときの m期（1 ≤ m ≤ M）における

50%以上のオフ率で販売された数量の割合を qnm とする．

季節ごとのアイテムのオフ率の傾向を分析するために，各

アイテムカテゴリ inを，この qnmを要素とするM 次元の

ベクトル qn = (qn1, . . . , qnm, . . . , qnM )Tで表し，これらに

k-means法を適用する．ここでは，1年間を 12カ月に区切

り（M = 12）分析することを考える．このとき，得られる各

クラスタの中心ベクトルを νk = (νk1, . . . , νkm, . . . , νkM )T

（k = 1, 2, · · · , K）と定義すると，νk の傾向をもとに各ク

ラスタへの季節ごとのオフ率の傾向について解釈を与える

ことができる．事前分析では，複数の K について実験を

実施したが，いずれの場合も「オフ率の季節傾向」が類似

しているアイテムのクラスタが得られる傾向となった．そ

のため，ここでは解釈のしやすい K = 6としたときの各

クラスタの中心ベクトル νk を図 1 に，各クラスタに所属

するアイテムの季節ごとのオフ率の傾向を解釈した結果を

表 1 に示す．

これにより，クラスタ 1には年間を通じて低いオフ率を

図 1 K = 6 の k-means で得られた各クラスタの中心ベクトル νk

Fig. 1 The central vectors of each cluster νk given by applying

k-means, whose K is 6.

表 1 K = 6の k-meansで得られた各クラスタに所属するアイテム

のオフ率の傾向

Table 1 The interpretations of each cluster given by applying

k-means, whose K is 6.

k 傾向

1 年間を通じて低いオフ率

2 年間を通じて一定のオフ率

3 年間を通じて高いオフ率

4 春先に高いオフ率

5 秋に低いオフ率

6 冬に高いオフ率

*1 本稿では，本章で述べる k-means 法を用いたクラスタリング，
ならびに確率的潜在クラスモデルを用いたクラスタリングの 2種
類のクラスタリング手法を用いている．これらを明確に区別する
ため，以降では，前者をハードクラスタリング，後者をソフトク
ラスタリングと呼ぶものとする．

持ったアイテムが，クラスタ 6には冬に高いオフ率を持っ

たアイテムが所属するといったように，季節ごとのオフ率

の傾向をもとにアイテムを分類できることが明らかになっ

た．したがって，販売価格を予測する際に，あらかじめア

イテムに対し上記のような傾向でハードクラスタリングを

行い，クラスタ別に回帰式を構築することでより高い精度

のモデルが得られることが示唆される．

3. 従来手法

3.1 重回帰分析

データ数を L件とし，yl を l番目のデータの目的変数，

xl = (1, xl1, . . . , xld, . . . , xlD)T を l番目のデータの説明変

数としたとき，重回帰分析は以下の式 (1)によりデータの

関係性を推定し，予測を行う．

yl = βTxl + εl (1)

εl∼N (0, σ2) (2)

ただし，β = (β0, β1, . . . , βd, . . . , βD)T は回帰係数と呼ば

れ，εl は平均 0，分散 σ2 の正規分布に従う誤差項とする．

パラメータ βは，L件のデータに対する二乗誤差の最小化

を行うことにより求められ，パラメータ βに着目すること

で，各説明変数が与える影響を定量的に分析できるとして，

様々な適用事例が知られている．

3.2 確率的潜在クラスモデル

潜在クラスモデルは，観測されたデータの背後に観測で

きない潜在的な変数の存在を仮定したモデルである．潜在

的な変数の仮定は，様々な異質なデータが混在している現

実的な複雑な問題に対して有効であることが示されてい

る [29], [30]．潜在クラスモデルでは，観測データが各々の

潜在クラスに所属する確率を推定することができるため，

潜在クラスへの所属確率を用いたクラスタリングが可能と

なる（本稿ではこれをソフトクラスタリングと呼ぶ）．本研

究ではこの特性を活かすことで入力データの特徴量および

季節ごとのオフ率の背後にある潜在的な構造をもとにした

ソフトクラスタリングを行う．以下本節では，潜在クラス

モデルの基本的な手法の 1つであるAspect Model [31], [32]

について述べた後，潜在クラスモデルを回帰問題に適用し

た混合回帰モデル [28], [33]について説明を与える．

3.2.1 Aspect Model

Aspect Model（以下，AM）は，Hofmannにより文書と

単語の関係性を表現するモデルとして提案された [31], [32]．

いま，K 個の潜在クラスからなる潜在クラス集合を

Z = {zk : 1 ≤ k ≤ K}とすると，単語 wi（1 ≤ i ≤ I）と

文書 dj（1 ≤ j ≤ J）の同時確率 P (wi, dj)は式 (3)で表さ

れる．

P (wi, dj) =
K∑

k=1

P (zk)P (wi|zk)P (dj |zk) (3)

c© 2019 Information Processing Society of Japan 1153
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AMは，前述の単語と文書の共起関係をその他の類似した

要素に置き換えることにより様々な問題に適用が可能とな

り，協調フィルタリングによるレコメンデーション [29]を

はじめとする様々な適用例が示されている [10], [30], [34]．

また，AMは観測できない変数である潜在クラスを仮定し

ているため，陽にパラメータを求めることができない．こ

のため，学習データに対する尤度関数を最大化するよう

EMアルゴリズム [35]を用いてパラメータ推定が行われる．

3.2.2 混合回帰モデル

混合回帰モデル [28] は，目的変数 yl と説明変数 xl =

(1, xl1, . . . , xld, . . . , xlD)T の線形構造の背後に潜在クラス

を仮定したモデルである．このモデルは各潜在クラス

に対し異なる回帰モデルを仮定しており，それらの混

合により表現される．AM と同様に，潜在クラス集合を

Z = {zk : 1 ≤ k ≤ K}とし，潜在クラス zk における回帰

モデルのパラメータをβk = (β0k, β1k, . . . , βdk, . . . , βDk)T，

補助変数を vl = (vl1, vl2, · · · , vlM )T としたとき，データ

(xl, yl)に対する混合回帰モデルは式 (4)–(6)で表される．

P (yl|xl) =
K∑

k=1

P (zk|vl)Pk(yl|xl) (4)

Pk(yl|xl) =
1√

2πσ2
k

exp
(
− (yl − fk(xl))2

2σ2
k

)
(5)

fk(xl) = βT
k xl (6)

ここで，Pk(y|x)は潜在クラス zk の回帰モデルにおける

yの確率密度であり，平均 fk(x)，分散 σ2
k の正規分布に従

うことを仮定している．また，本モデルのパラメータは，

潜在クラスごとの各潜在クラス zk への所属確率で重み付

けされた二乗誤差の最小化を目的関数とし，EMアルゴリ

ズム [35]を用いて推定される．混合回帰モデルを応用した

研究として，幾何学的に解析を行った研究 [36]や，マーケ

ティングセグメンテーションへの応用を議論した研究 [37]

など，様々な応用研究が報告されている．また，永森ら [38]

は，就職ポータルサイトの被エントリ数分析モデルに混合

回帰モデルを適用し，実データの分析を通じて，その有効

性を示している．

4. 分析モデル

4.1 モデルの概要

前述のとおり，ECサイト Aには様々な特徴を持ったア

イテムが出品されている．このため，単一の重回帰モデル

を適用しても，高い精度の予測販売価格を得ることは難し

い．また，2 章で述べた分析より，出品アイテムの季節ご

とのオフ率の傾向を分析すると，秋にオフ率が高くなりや

すいアイテムや，年間を通じて一定のオフ率が維持されや

すいアイテムといったように，季節によるオフ率の傾向の

違いにより，アイテムのグルーピングが可能であることが

明らかになった．アイテムのカテゴリ，色や素材といった

特徴量に加え，季節ごとのオフ率の傾向をもとに潜在クラ

スモデルを用いたソフトクラスタリングを行う．さらに，

得られた潜在クラスごとにそれぞれ販売価格を目的変数と

した回帰モデルを構築することにより，各潜在クラス*2に

所属しているアイテムの特徴に応じた販売価格の予測を

行う．

このようなデータの特性を考慮しつつ，高精度な予測を

行うため，本研究では潜在クラスモデルを用いた混合回帰

モデルを用いる*3．ただし，ECサイト Aの保持するデー

タの分析に適したモデル化を行うために，パラメータ推定

と新規アイテムの予測に対し，以下の点を考慮する．

まず，潜在クラスを用いたソフトクラスタリングを行う

際に，当該データの大きな特徴であるオフ率を特徴量とし

て加えることで考慮する．これにより，オフ率の傾向が類

似しているアイテム群を潜在クラスとしてまとめることが

でき，出品価格と販売価格の関係性が異なるアイテムを異

なる潜在クラスへと分離し，別々の回帰モデルを構成した

のちに混合するというモデル化が可能となる．

一方，オフ率は混合回帰モデルの目的変数である販売価

格と出品価格の比により計算されるため，販売価格が未知

であるアイテムに対してはオフ率を計算することができ

ず，この変数を用いた予測を行うことはできない．しかし

ながら，前述のソフトクラスタリングを用いてモデル化を

行っているため，オフ率以外の変数を用いた潜在クラスの

条件付き確率を求めることができる．このため，オフ率が

未知であったとしても混合回帰モデルによる販売価格の予

測値を得ることができる．

また，実応用を考えた場合，モデルの学習に用いられた

過去の出品データのみではなく，販売価格が未知の新規出

品データに対しても高い精度の予測販売価格を得られる必

要がある．そこで，新規出品データに対し，学習で得られ

た各潜在クラスへの所属確率と，各潜在クラスにおける回

帰式の出力を算出し，これらを混合することで，新規出品

データの予測販売価格を推定することを考える．

以上から，分析モデルはアイテム属性や季節ラベルを用

いた潜在クラスモデルによるソフトクラスタリングとそこ

で得られた潜在クラスを用いた混合回帰モデルの 2段階で

構成される．以降ではこれらについて詳細を述べる．

4.2 分析モデルの定式化

4.2.1 潜在クラスモデルによるクラスタリング

以下ではファッションアイテムに特有の特性であるア

*2 すでに述べているとおり，それぞれの潜在クラスはクラスタと解
釈できることに注意されたい．個々のデータは，これらのクラス
タに確率的に所属するモデルとなっている．

*3 このようなデータに対し，潜在クラスモデルを用いずにモデル化
を行っているものの，適切な説明力を持つモデルは得られず，過
学習を起こしやすいことが確認されたため，潜在クラスモデルを
用いた混合回帰モデルを構築するものとした．
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イテム属性や季節ラベルを用いた潜在クラスモデルによ

るソフトクラスタリングの定式化について述べる．ここ

で，季節ラベルとはその商品が出品された季節や月を表

すものと定義する．いま，全 L件の出品履歴データに出

現する M 種類の季節ラベルを S = {sm : 1 ≤ m ≤ M}
とする．さらにアイテムの色や素材といった j（≤ J）番

目の補助情報の要素集合を Aj = {aj
vj

: 1 ≤ vj ≤ Vj}と
する．たとえば，ある j において Aj をアイテムの色の集

合とすると，Vj は色の種類数であり，aj
vj
は何色かを表

す．出品アイテムの J 種類の補助変数を表すために，J 次

元のベクトル o = (o1, . . . , oj , . . . , oJ )T（oj ∈ Aj）を定義

する．また，R+ を正の実数集合とし，各アイテムの出品

価格を b ∈ R+，オフ率を c ∈ R+ とする．分析モデルで

は，アイテムを季節ごとのオフ率の傾向とその属性によ

りソフトクラスタリングを行うために，1つの出品データ

をこれらの共起 (in, sm, o, b, c)T ととらえ，それらの間に

潜在クラスを仮定する．いま，K 個の潜在クラス集合を

Z = {zk : 1 ≤ k ≤ K}としたとき，分析モデルの確率モデ
ルは式 (7)で表される．

F (in, sm, o, b, c) =
K∑

k=1

P (zk)P (in|zk)P (sm|zk)

· P (b|zk)P (c|zk)
J∏

j=1

VJ∏
vj=1

P (aj
vj
|zk)δ(oj ,aj

vj
) (7)

なお，δ(x, y)は x = yのとき 1，それ以外は 0をとる指

示関数とする．いま，各潜在クラス zk のもとでのアイテ

ムの出現確率 P (in|zk)，季節ラベルの出現確率 P (sm|zk)，

j 番目の補助情報の出現確率 P (aj
vj
|zk)にはそれぞれ多項

分布，出品価格 bの出現確率密度 P (b|zk)，オフ率 cの出

現確率密度 P (c|zk)には，それぞれ平均 μk，λk，分散 σ2
k，

ϕ2
k の正規分布を仮定する．すなわち，μk は潜在クラス zk

に所属するデータの出品価格の平均値，λk はオフ率の平均

値を指す．この式 (7)は，アイテムカテゴリ，季節ラベル，

補助情報，出品価格，オフ率を特徴量とするデータに対し，

その背後には潜在的な構造が存在することを仮定し．その

もとでデータが生起する確率を示している．

4.2.2 潜在クラスを用いた混合回帰モデル

次に，前項で得られた潜在クラスを用いた混合回帰

モデルの定式化について述べる．回帰式で用いる出品

価格やアイテムカテゴリなどをダミー変数で表した説

明変数を x = (1, x1, . . . , xd, . . . , xD)T としたとき，分

析モデルでは，潜在クラス zk ごとに異なる回帰係数

βk = (β0k, β1k, . . . , βdk, . . . , βDk)T を仮定する．さらに，

各潜在クラスの回帰式の出力 βT
k x をソフトクラスタリ

ングの際に得られるデータの各潜在クラスへの所属確率

P (zk|in, sm,o, b, c)で重みを付けて混合することで，販売

価格 yを予測するモデルを構成する．

y =
K∑

k=1

P (zk|in, sm, o, b, c)βT
k x + ε (8)

ただし，εは，平均 0，分散 σ2 の正規分布に従う誤差項と

する．

式 (8) におけるパラメータ P (zk|in, sm, o, b, c) は式 (7)

の導出の際に得られるパラメータを用いることが可能であ

る．また，パラメータ導出方法については次節，および付

録 A.1 で述べる．

4.3 パラメータの学習

以下では，アイテム属性や季節ラベルを用いた潜在クラ

スモデルによるソフトクラスタリングと潜在クラスを用い

た混合回帰モデルの両者について，それぞれのパラメータ

の推定方法を述べる．

まず，潜在クラスモデルによるソフトクラスタリング

のパラメータ推定について述べる．l 番目の出品データ

におけるアイテムカテゴリを tl（∈ I），出品日の季節
ラベルを ul（∈ S），j 番目の補助情報を wlj（∈ Aj），

wl = (wl1, . . . , wlj , . . . , wlJ )T を l 番目の出品データの J

種類の補助情報を表すベクトルとする．さらに，出品価格

を gl，オフ率を hl（ともに連続値）とすると，l番目の出

品データはこれらの共起 (tl, ul, wl, gl, hl)T で表現できる．

このとき，全 L件の出品データに対する対数尤度関数 LL

は以下の式 (9)で表される．

LL = log
L∏

l=1

K∑
k=1

P (zk)P (tl|zk)P (ul|zk)

· P (gl|zk)P (hl|zk)
J∏

j=1

P (wlj |zk) (9)

潜在クラスによるソフトクラスタリングにおけるパラ

メータは，対数尤度関数 LLを EMアルゴリズムを用いて

最大化をすることにより求める．

次に，潜在クラスを用いた混合回帰モデルのパラメータ

推定について述べる．l番目のデータに対し，回帰式で用

いる説明変数を xl = (1, xl1, . . . , xld, . . . , xlD)T，販売価格

を yl とする．このとき，各潜在クラス zk における回帰式

のパラメータ βk は，重み付け重回帰モデル [39]同様に，

各データの各潜在クラス zk への所属確率で重み付けされ

た二乗誤差を最小にするよう，以下の式 (10)で推定する．

β̂k = arg min
βk

L∑
l=1

αkl(yl − βT
k xl)2 (10)

ただし，表記の簡素化のため，αk = P (zk|tl, ul, wl, gl, hl)

とする．また，具体的なパラメータ更新式については付

録 A.1 を参照されたい．

4.4 新規出品データの販売価格の予測

予測モデルの構築においては，販売価格が未知の新規出

c© 2019 Information Processing Society of Japan 1155



情報処理学会論文誌 Vol.60 No.4 1151–1161 (Apr. 2019)

品データに対しても高い精度の予測販売価格を得られるこ

とが望ましい．そこで，新規出品データに対し，学習によ

り得られた各潜在クラスにおける回帰式の出力を各潜在ク

ラスへの所属確率を用いて混合することで，予測値の算出

を行う．いま，新規出品データ数を L′ とし，l′（≤ L′）番

目の新規データのアイテムのカテゴリを tl′（∈ I），季節ラ
ベルを ul′（∈ S），j 番目の補助情報を wl′j（∈ Aj），出品

価格を gl′ とする．このデータに対して，オフ率が未知であ

ることに留意して，学習により得られた各潜在クラスへの

所属確率 P (zk|tl′ , ul′ , wl′ , gl′)を以下の式 (11)で求める．

P (zk|tl′ , ul′ , wl′ , gl′)

∝ P (zk)P (tl′ |zk)P (ul′ |zk)P (gl′ |zk)
J∏

j=1

P (wl′j |zk)

(11)

さらに，予測対象である l′ 番目の新規出品データの説

明変数を xl′ = (1, xl′1, . . . , xl′d, . . . , xl′D)T とすると，式

(13)で示すように潜在クラス zkにおける回帰式の出力 ŷl′k

を P (zk|tl′ , ul′ , wl′ , gl′)で混合することで最終的な予測販

売価格 ŷl′ が得られる．

ŷl′k = β̂T
k xl′ (12)

ŷl′ =
K∑

k=1

P (zk|tl′ , ul′ , wl′ , gl′)ŷl′k (13)

5. 分析モデルを用いた実験

本章では，分析モデルの有効性を示すために，ECサイ

トに蓄積された実データを用いて，そのテストデータへの

予測精度について評価を行う．

5.1 実験データ概要

実験データとして，2016年に ECサイト A上で取引さ

れた，某ファッションブランドの出品履歴データを用いる．

データの件数は 67,211件（L = 67,211）であり，販売され

ているアイテムカテゴリ数は 78種類（N = 78）である．

また，ソフトクラスタリングを行う際には，前述のとおり，

季節ラベル，補助情報，アイテムカテゴリ，出品価格，オ

フ率を変数として用いている．季節ラベル sm にはアイテ

ムの出品月を用いるものとし（M = 12），アイテムの補助

情報 Aj には色，素材などの 8種類（J = 8）を用いた*4．

表 2 説明変数として用いる質的変数

Table 2 Categorical variables used as explanatory variables.

説明変数 カテゴリ数 説明

アイテム 78 対象アイテムの種類

出品月 12 1～12 月

補助情報 84 色や素材など

*4 8種類の補助情報については，ECサイト Aにおける機密事項と
なるため，その詳細の記載は行わない．

回帰式に用いる説明変数 xには，表 2 に示す合計 174次

元のダミー変数と出品価格を説明変数（D = 175）として

用いた．なお，表 2 におけるカテゴリ数とは，各変数がと

る値の種類数を示している．

5.2 実験概要

本実験では，評価指標として 10分割交差検定*5における

テストデータに対する平均二乗誤差であるMSE と，モデ

ルのあてはまりを評価する R2 値の 2つの指標を用いて評

価を行うものとした．性能を比較するための手法として，

データのクラスタリングを行わない単一の重回帰分析，ラ

ンダムフォレスト回帰（以下，RF），多層パーセプトロン

（以下，MLP），ならびに k-means法を用いてハードクラス

タリングを行い，所属クラスタの回帰式を用いるモデル（以

下，比較モデル）を用いた．比較モデルにおける予測では，

新規入力データのクラスタは与えられていないが，k-means

法の原理を考慮し，各クラスタの代表点との距離が最も近

いクラスタの回帰式を用いて予測するものとした*6．

なお，RFにおける決定木の本数は，事前実験の結果か

ら最も精度の高かった 150とし，MLPに関しては中間層

の数が 5層で各層のニューロンの数を 50としたモデルを

採用した．

5.3 実験結果

図 2，図 3 より，学習データへのあてはまりに対して

は，RFが最も良い評価値が得られていることが分かる．

一方で，図 4，図 5 より，分析モデルは一定の潜在クラス

数K のときに，比較手法よりも良い評価値が得られている

図 2 潜在クラス数を変化させたときの学習データに対するMSE

Fig. 2 MSE score of the train data.

*5 10分割交差検定は対象となるデータを 10分割し，そのうちの 1
つを予測用のテストデータ，残りを学習データとすることでモデ
ルの学習に用い，予測を行うという操作を 10 回繰り返すことを
表す．

*6 比較モデルは，学習データとテストデータの次元数が同一でなけ
れば，すなわち，テストデータにオフ率の情報がなければその予
測を行うことができない．しかし，オフ率は本来，予測を行う際
には未知の変数であるため，テストデータに対する特徴量として
利用することができない．本研究ではクラスタリングを行ったう
えで回帰式を構築する予測の性能を把握することを目的に，オフ
率を用いるものとした．このため，実際の価格予測の際には当該
モデルは利用できないことに注意されたい．
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図 3 潜在クラス数を変化させたときの学習データに対する R2 値

Fig. 3 R2-value of the train data.

図 4 潜在クラス数を変化させたときのテストデータに対するMSE

Fig. 4 MSE score of the test data.

図 5 潜在クラス数を変化させたときのテストデータに対する R2 値

Fig. 5 R2-value of the test data.

ことが分かる．また，K の値が大きくなった際に評価指標

が低下しているのは過学習が生じたためであると考えられ

る．この結果より，潜在クラス数K の設定に留意すれば，

分析モデルは ECサイト Aにおけるアイテムの販売価格を

予測するモデルとして有効なモデルであることが分かる．

また，分析モデルを学習データへ適用した際の評価指標

が RFよりも低いにもかかわらず，テストデータへの精度

が高くなった理由として，以下が考えられる．まず，実験

より，RFは学習データに対して予測精度がきわめて良好

であるにもかかわらず，テストデータに対する予測精度が

悪化していることが分かる．これは，RFのモデルの表現

能力が高く，過学習が生じてしまっていることに起因して

いると考えられる．一方で，分析モデルの学習データへの

あてはまりは重回帰分析やMLPを多少上回る程度である

が，潜在クラス数によってはテストデータへのあてはまり

がかなり改善している．潜在クラス数が少ない場合，予測

精度は RFが分析モデルよりも優れているということから

複数の回帰モデルを構築して混合することの効果が見て

とれる．また，混合回帰モデルを用いることでテストデー

タへの予測精度が改善していることは，補助変数の違いに

よって説明変数と目的変数の関係性が異なることが要因で

あると考えられる．すなわち，説明変数と目的変数の関係

性は線形モデルで説明ができるものの，その関係性につい

ては季節ラベルなどの商品属性によって変化すると考えら

れる．

また，分析モデルと比較モデルにおける結果を比較する

と，それぞれの潜在クラス数に対し，比較モデルは分析モ

デルと類似した傾向となっており，全体的には従来手法と

比較して良い性能となっていることが分かる．このことか

ら，本研究の問題設定のもとでは（ソフト，ハード問わず）

クラスタリングを実施し，得られたクラスタに対し，回帰

式を構築することの有効性が示された．さらに，分析精度

はソフトクラスタリングを用いた分析モデルが優れてお

り，潜在クラスモデルによるソフトクラスタリングを用い

ることで，より高精度な予測が可能となることが分かる．

6. 得られた結果の分析

実験の結果，分析モデルは一定の潜在クラス数の場合に

比較手法よりも良い評価値が得られ．特に潜在クラス数

K = 9のときに最も高い精度が得られることが明らかに

なった．分析モデルにより得られた各潜在クラスに所属す

るアイテムの特徴を把握することで，各潜在クラスの傾向

に応じた異なる値付けシステムの構築への応用が期待さ

れる．

そこで，以下では K = 9としたときに分析モデルで得

られた結果について，各潜在クラスに所属するアイテムの

特徴，潜在クラスごとに説明変数が販売価格に与える影響

力の 2つの観点から分析を行う．

まず，どのような特徴量を持ったアイテムが各クラスに

所属しているかを分析するために，各潜在クラスのもとで

のアイテムの生起確率である P (in|zk)，および色や素材と

いった補助情報の生起確率である P (aj
vj
|zk)を解釈した結

果を表 3 に示す．また，各クラスでどの季節（月）に出品

されたアイテムが出現しやすいかを表す P (sm|zk)を図 6

に示す．

これらの結果を見ると，たとえばクラス 1には春秋に出

品されるデニム，スカートが高い確率で所属していると

いったことが分かる．このことから，潜在クラスごとに異

なる特徴量や，異なる季節ごとのオフ率の傾向を持ったア

イテムが属していることが分かる．

次に，説明変数が目的変数である販売価格に与える影響
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表 3 各潜在クラスに高い確率で所属するアイテムの解釈

Table 3 Features of items belonging to each latent class.

k 解釈

1 デニムやスカート

2 メンズのカーディガンなどの上着

3 レディースのパンツ類

4 バッグなどの小物類

5 レディースのサロペット・ジャケット類

6 コート類

7 メンズの T シャツ類

8 レディースの高品質のカットソー

9 カットソーなどの人気商品

図 6 各潜在クラスにおける出品月の出現確率

Fig. 6 The conditional probability of exhibit Month given by

each latent class.

表 4 各潜在クラスの出品価格の回帰係数と t 値

Table 4 The coefficients and t-value of the exhibit price.

k 出品価格の回帰係数 t 値

1 0.685 9.92

2 1.085 4.32

3 0.376 2.81

4 0.661 15.5

5 0.047 0.05

6 0.704 33.2

7 0.259 1.72

8 0.168 -

9 0.332 -

力の分析を行う．ここでは，各潜在クラスごとの回帰係数

と，その説明変数の重要度を測る指標として用いられる回

帰係数の t値の 2つの観点から分析を行う．本稿では，説

明変数の代表として出品価格に注目し，表 4 に各潜在クラ

スの出品価格の回帰係数と t値を示す．なお，潜在クラス

8，9は，同じ出品価格を持つデータのみが所属し，t値の

算出ができなかったため，- と記すものとした．

表 4 より，各潜在クラスにより異なる回帰係数が得られ

ていることが分かる．すなわち，各潜在クラスごとに目的

変数である販売価格に対する各説明変数の影響が異なるこ

とが示唆される．たとえば，潜在クラス 2では，出品価格

の回帰係数が 1.085と他クラスよりも大きな値が得られて

いるので，出品価格が販売価格に与える影響は大きいと解

釈することができる．同様に，t値についても潜在クラス

により異なる値が得られていることが分かる．一般に，重

回帰分析における回帰係数 βd の t値は d番目の説明変数

に対する回帰係数が 0であることを帰無仮説とした場合の

検定推定量となる．すなわち，t値が大きいほど，この変数

が重要であると解釈することができる*7．t値が低くなっ

ている潜在クラスに所属するアイテムは，販売価格の予測

の際に出品価格の重要度が低いと考えることもできる．し

たがって，これらのアイテムでは，出品価格と販売価格の

相関が低く，実際に取引されそうな価格を想定した効果的

な値付けができていない可能性があると考察できる．

このように，分析モデルを用いることにより，各潜在ク

ラスに所属するアイテムごとに異なる説明変数の販売価格

への影響力を定量化できることが可能となった．

7. 考察

ファッション系商材は一般に，各アイテムが持つ販売価

格に対する要因が，流行やトレンドに加え，季節やアイテ

ムのカテゴリなどによって大きく異なるため，各要因の影

響を定量化することや販売価格の予測は相対的に難しい．

これに加え，ECサイト Aでは出品価格から自動で値下げ

を行うシステムを採用しており，最終的な販売価格の予測

の難易度を高めている．このような問題に対し，本研究で

はファッション系商材特有の特徴である季節ごとの傾向，

ならびに ECサイト Aの特徴でもあるオフ率をモデルに組

み込んだことで高い精度の予測モデルを構築することがで

きたと考えられる．

また，分析モデルは潜在クラスモデルによるソフトクラ

スタリングを行った後，複数の線形回帰モデルを混合する

ことでモデルを構築しているため，6 章で述べたように各

潜在クラスに所属するアイテムごとの販売価格に対する要

因分析が可能となり，その適用範囲を広げることが可能と

なる．

本研究の最終目標は最適な出品価格の設定である．6 章

で述べたように，分析モデルを用いることで各アイテムが

持つ販売価格に対する出品価格の影響を定量化することが

可能となり，出品価格を変化させた際の販売価格の変化を

予測することも可能である．しかしながら，出品価格の引

き上げにより顧客の購買行動もまた変化する可能性があ

*7 本研究で用いているモデルは回帰の混合により構成されるため，
個々の要素の回帰モデルにおける t値の厳密な検定統計量の議論
は理論的に保障されるものではない．しかし，参考値として用い
ることはできる．
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り，その導入に関しては慎重に検討を行う必要があるとい

える．

8. おわりに

本研究では，ファッション ECサイト Aにおいて，あら

かじめアイテムの基本情報や季節ごとのオフ率の傾向をも

とに潜在クラスモデルを用いてソフトクラスタリングを行

い，潜在クラスごとに販売価格を目的関数とする回帰式を

構築し，それらの値を所属確率で重み付ける予測モデルを

提案した．

分析モデルは比較手法よりも新規出品データに対して高

い予測精度を示すことが明らかになった．加えて，得られ

たパラメータを分析することで，それぞれの潜在クラスに

所属するデータに対し販売価格に対する有効な要因の分析

が可能であることを示した．今後の課題として，在庫期間

なども考慮した出品価格の決定手法への反映や本研究で得

られた知見の具体的な応用などがあげられる．

謝辞 貴重なデータを提供いただき，また日頃から本研

究のモデルや結果について実務的側面から様々なアドバイ

スをいただいているファッション系 ECサイト Aの皆様に
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付 録

A.1 分析モデルのパラメータ更新式

以下では，分析に用いたモデルのパラメータの更新式に

ついて述べる．

A.1.1 潜在クラスによるクラスタリング

式 (9)で表される対数尤度 LLが収束するまで，以下の

更新式を用いることでパラメータの更新を行う．

[E-step]

P (zk|tl, ul, wl, gl, hl)

∝ P (zk)P (tl|zk)P (ul|zk)P (gl|zk)P (hl|zk)
J∏

j=1

P (wlj |zk)

(A.1)

[M-step]

P (zk) ∝
L∑

l=1

αkl (A.2)

P (in|zk) ∝
L∑

l=1

αklδ(tl = in) (A.3)

P (sm|zk) ∝
L∑

l=1

αklδ(ul = sm) (A.4)

P (aj
vj
|zk) ∝

L∑
l=1

αklδ(wlj = aj
vj

) (A.5)

μk =
∑L

l=1 αklgl∑L
l=1 αkl

(A.6)

σ2
k =

∑L
l=1 αkl(gl − μk)2∑L

l=1 αkl

(A.7)

λk =
∑L

l=1 αklhl∑L
l=1 αkl

(A.8)

ϕ2
k =

∑L
l=1 αkl(hl − λk)2∑L

l=1 αkl

(A.9)

なお，上式 (A.2)–(A.9)において，式の簡素化のために，

αkl = P (zk|tl, ul, wl, gl, hl)とした．

A.1.2 潜在クラスによる混合回帰モデル

いま，以下のようにX，Y，Bk，Wk を定義する．

X =

⎛
⎜⎜⎜⎜⎜⎜⎜⎜⎝

1 x11 · · · x1d · · · x1D

...
...

. . .
...

. . .
...

1 xl1 · · · xld · · · xlD

...
...

. . .
...

. . .
...

1 xL1 · · · xLd · · · xLD

⎞
⎟⎟⎟⎟⎟⎟⎟⎟⎠

(A.10)

Y = (y1, . . . , yl, . . . , yL)T (A.11)

Bk = (βk0, βk1, . . . , βkd, . . . , βkD)T (A.12)

Wk =

⎛
⎜⎜⎜⎜⎜⎜⎜⎜⎝

αk1 · · · 0 · · · 0
...

. . .
...

. . .
...

0 · · · αkl · · · 0
...

. . .
...

. . .
...

0 · · · 0 · · · αkL

⎞
⎟⎟⎟⎟⎟⎟⎟⎟⎠

(A.13)

このとき，式 (10)で表される目的関数である各データの各

潜在クラス zk への所属確率で重み付けされた二乗誤差は，

以下の式 (A.14)で表される Se のように書き換えられる．
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これをBk に関して最小化することで式 (A.15)で表される

更新式を得ることができる．

Se = (Y − XBk)TWk(Y − XBk) (A.14)

Bk = (XTWkX)−1XTWkY (A.15)
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