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多値分類問題におけるECOC法の最適性に関する一考察
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概要：与えられた二値判分類器を組み合わせて用いる多値分類器の構成法の 1つに，符号理論の枠組みを
導入した誤り訂正符号に基づく多値分類法（Error-Correcting Output Coding：ECOC法）がある．この
手法が実データに対して良い性能を示すことは実験的に知られているが，ECOC法に対する分類精度につ
いて，理論的な最適性については明らかになっていない．そこで本研究では最大事後確率分類を可能と
する二値分類器を仮定した場合，ECOC 法が最適な多値分類法になる十分条件を示す．この結果，同様
の仮定のもとで n-vs-all および Exhaustive符号が最適な多値分類法になることが示せる．これは種々の
ECOC法に対する最適性の議論の方向性の 1つを示唆している．
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Abstract: One of the methods for constructing a multi-valued classifier that uses a combination of given two-
valued classifiers is the Error-Correcting Output Coding (ECOC) method, which is based on error-correcting
codes introducing a code theory framework. Although it is experimentally known that this method performs
well on real data, the theoretical optimality of the classification accuracy for the ECOC method has not been
clarified. In this study, we show sufficient conditions for the ECOC method to be an optimal multi-valued
classification method under the assumption that binary classifiers achieve maximum posterior probability
classification. As a result, we can show that n-vs-all and Exhaustive signs are the best multi-valued classifi-
cation method under the same assumptions. This suggests one of the directions of the optimization debate
for various ECOC methods.
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1. はじめに

膨大なデータからの知識獲得のアプローチとして，分類

問題がある．分類問題は，データからカテゴリを推定する

問題である．この分類問題は，カテゴリ数M = 2のとき
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二値分類問題，M ≥ 3は多値分類問題と呼ばれる．

二値分類問題に対して Support Vector Machine（SVM）

[1], [2]，AdaBoost [3]，Relevance Vector Machine（RVM）

[4]，Regularized Least-Squares Classification（RLSC）[5],

[6]など，精度の高い二値分類器がある．しかし，この二値

分類器を多値分類器に拡張しようとする場合には，空間，

時間計算量が膨大となる問題がある [2], [7]．そのうえ，こ

れらを解決しようとすると精度が低下する問題が生じ [8]，

分類器の構築が難しい．

そこで，多値分類器構築のもう 1つのアプローチとして，
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符号理論の枠組みを導入した誤り訂正符号に基づく多値分

類法（Error-Correcting Output Coding Method：ECOC

法）[9]がある．ECOC法は，二値分類器の組み合わせによ

り構成される多値分類器である．

二値判別器を組み合わせて多値分類器を構成する手法に

おいて，最もよく知られた方法として，“one-vs-all”（OVA，

1VA）と呼ばれる方法 [10]がある．OVAは，1つのカテゴ

リとそれ以外を識別する二値分類器を全通り組み合わせて

構築する方法である．また，組み合わせた二値分類器の出

力からカテゴリを推定する手法にも，様々な手法が存在す

る [11], [12], [13], [14]．ニューラルネットワークやディー

プラーニングでは，OVAが用いられていると見なすこと

ができる．

一般に ECOC法では二値分類器の構成およびカテゴリ

の推定手法の組み合わせにより分類精度が大きく変化する

ことが知られている．そのうえで，二値分類器に RLSCを

用いた場合 [10]や二値分類器の出力に基づく重み付けを用

いた場合 [15]に，二値分類器の組み合わせと分類精度につ

いて実験的に明らかにしている研究がある．一方で，OVA

を含め，ECOC法に対する分類精度について，理論的な最

適性については明らかになっていない．

そこで本研究では最大事後確率分類を可能とする二値分

類器を仮定した場合，ECOC法が最適な多値分類法になる

十分条件を示す．この結果，同様の仮定のもとで “n-vs-all”

（nVA）および “Exhaustive符号” [9]などが最適な多値分

類法になることが示せる．これは種々の ECOC法に対す

る最適性の議論の方向性の 1つを示唆している．

また，これらの結果をふまえて人工データおよび実デー

タを用いて本研究で与える十分条件に基づく分類を行い，

知見の有効性を示す．

2. 多値分類問題

分類問題は，与えられた入力データ xに対応するカテゴ

リ ci (i ∈ C := {1, 2, . . . , M})を推定する問題である．M

はカテゴリ数を表し，M ≥ 3の場合，この問題は多値分類

問題と呼ばれる．

各カテゴリの事後確率が推定できると仮定した場合，事

後確率を

Pi := P (ci|x) (1)

と定義する．このとき，最大事後確率におけるカテゴリ

cîMAP
は，

îMAP = arg max
i∈C

Pi (2)

と推定される．

最大事後確率分類は，分類誤り率を最小にすることがで

きるという意味で最適である．

3. Error-Correcting Output Coding

Method：ECOC法

ECOC 法は，符号理論の枠組みを導入した誤り訂正

符号に基づく多値分類法 [9] である．この手法では，事

前 [9], [10], [14]または逐次的 [16]に符号語表と呼ばれる

二値分類器の構成法が与えられる．この符号語表に基づき

構成された各二値分類器の出力をもとにカテゴリが推定さ

れる．

3.1 符号語表

長さ N の符号語をM 個，行として並べたM × N 行列

W を符号語表と呼ぶ．行列W の行はカテゴリを表し，列

は二値分類器の構成を意味している．このとき，行列W の

(i, j)成分を wij と表す．wij がとる値の集合には，{0,1}
の 2元を仮定する場合や，学習に用いないという意味で，*

を導入し，{0,*,1}の 3元を仮定する場合 [17]などがある．

本研究では wij ∈ {0, 1}が 2元の場合を仮定する．

符号語表 W の j 列目により構成される二値分類器を

fj (j ∈ F := {1, 2, . . . , N})とする．このとき fj は，wij

が 0となるカテゴリと wij が 1となるカテゴリに分ける二

値分類器となる．wij が 2元の場合の代表例として，以下

に，M = 3のときの，OVAの例を示す．

例 1（one-vs-all (OVA)）.

W =

⎛
⎜⎝

1 0 0

0 1 0

0 0 1

⎞
⎟⎠ .

このとき，二値分類器 f1は，カテゴリ c1とカテゴリ c2, c3

を分類する二値分類器となる．

3.2 カテゴリ推定

二値分類器は，N 個存在し，入力データ xに対する各

二値分類器の出力を fj(x)と表す*1．Dietterichら [9]は，

fj(x) ∈ {0, 1}のとき，

g(ci|x) =
N∑

j=1

wij ⊕ fj(x) (3)

によるハミング距離に基づく硬判定法を用いている．ここ

で，⊕は排他的論理和を表す．この二値分類器の出力は，
分類器ごとに定められたしきい値をもとにカテゴリを判定

した結果である．そのため，判定前の値を用いて軟判定を

行うことが可能となる．

そこで，Allweinら [11]は，分類器に，wij = 1のときに

正，wij = 0のときに負をとる SVMを用いた．いま，出力

が fj(x) ∈ Rのとき，
*1 fj に対して，入力データ xに対する出力を行う識別関数を fj(x)
と書くことにする．
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g(ci|x) =
N∑

j=1

(1 − (2wij − 1)fj(x))+ (4)

とマージンによる軟判定を用いている．ここで，(z)+ =

max{z, 0}である．つまり，式 (4)は SVMの出力 |fj(x)|
の大きさが推定の信頼度を表すと想定した推定法である．

これらに対して，Passeriniら [13]は，分類器の出力が

fj(x) ∈ [0, 1] となる二値分類器を仮定している．特に，

fj(x)は，wij = 1となる事後確率を表すものとし，

g(ci|x) =
N∏

j=1

fj(x)wij (1 − fj(x))1−wij (5)

とおく．このとき，入力データ xのカテゴリ cî は，

î = arg max
i

g(ci|x), (6)

と推定される．

4. 問題設定

4.1 符号語表の性質

本研究では，符号語表W において，2元の場合を対象と

している．このとき，ECOC法においては一般性を失うこ

となく，W の性質として以下を仮定してよい．

仮定 1. wij ∈ {0, 1}．
仮定 2. カテゴリごとの符号語はすべて異なる．

仮定 3. 同一の二値分類器が 2つ以上存在しない．

二値分類器は，カテゴリの組合せが同じである場合，同

一のものとなる．よって，仮定 3 は，W の列において，0, 1

の並びが同じものや，0, 1を反転すると同じ列になるもの

が存在しないことを意味する．いま fj と fl の二値分類器

間のハミング距離 dH を，

dH(j, l) =
M∑
i=1

wij ⊕ wil (7)

とするとき，仮定 3 から符号語表W は j �= lとなる任意

の j, l ∈ F について，

dH(j, l) �= 0,

dH(j, l) �= M (8)

を満たす．一方，例 2 に示すように，二値分類器の構成を

示す列の 0, 1の並びが同じもの（ハミング距離が 0），およ

び，0, 1が反転したもの（ハミング距離がM）は，二値分

類器として同一のものである．

例 2.（同一の二値分類器）

W =

⎛
⎜⎜⎜⎜⎝

1 1 0

1 1 0

0 0 1

0 0 1

⎞
⎟⎟⎟⎟⎠ .

ここで dH(1, 2) = 0より，f1 と f2 は同一の二値分類器と

なり，dH(1, 3) = 4 = M より，f1 と f3 は同一の二値分類

器となる．

仮定 1，3 のもと，二値分類器 fj (j ∈ F )で同一のカテ

ゴリと見なされるカテゴリの組からなる集合族 Tj を以下

のように定義する．

定義 1. 各 j ∈ F について

Tj := {{i ∈ C|wij = 1}, {i ∈ C|wij = 0}} . (9)

仮定 1 より各二値分類器において，wij は 0または 1の

値をとる．加えて，仮定 3 より，同一の二値分類器は存在

しないため，以下の定理が成り立つ．

定理 1. Tj の要素はすべて異なる．すなわち，j �= j′ を満

たす任意の j, j′ ∈ F について，集合 T ∈ Tj , T
′ ∈ Tj′ なら

ば，T �= T ′ となる．

このとき，符号語表W に対応する S を以下のように定
義する．

定義 2.

S :=
⋃
j∈F

Tj . (10)

各 j ∈ F について，必ず |Tj | = 2が成り立つ．これよ

り，|S|に関する以下の定理が成り立つ．ただし，| · |は要
素数を表す．

定理 2. 仮定 1，3 を満たすW に対して，以下が成り立つ．

|S| =
N∑

j=1

|Tj |

= 2N.

また，W と S は，相互に変換可能であり，以下の定理が
成り立つ．

定理 3. 仮定 1，3 を満たすW に対して，W と S は符号
構成を一意に定めるという意味で等価である．

（証明）付録 A.1 を参照．

ここで，W と S の関係を例 3 の符号語表をもとに示す．

例 3（2-vs-all，2VA）.

W =

⎛
⎜⎜⎜⎜⎝

1 1 1

1 0 0

0 1 0

0 0 1

⎞
⎟⎟⎟⎟⎠ .

このW において，fj に対応する集合族 Tj は，

T1 = {{1, 2}, {3, 4}},

T2 = {{1, 3}, {2, 4}},

T3 = {{1, 4}, {2, 3}}

となる．よって，

c© 2021 Information Processing Society of Japan 3



情報処理学会論文誌 数理モデル化と応用 Vol.14 No.3 1–10 (Aug. 2021)

S = {{1, 2}, {3, 4}, {1, 3}, {2, 4}, {1, 4}, {2, 3}}

となる．また，T1 = {{1, 2}, {3, 4}}に対応する列ベクトル
w1 は，w1 = (1, 1, 0, 0)� または，w1 = (0, 0, 1, 1)� とな

る．どちらでも同一の二値分類器であるので，S が与えら
れれば，同じ二値分類の組合せという意味で等価なW が

得られることが分かる．

4.2 対象とするカテゴリ推定法

本研究では多値分類問題に対して，仮定 1–3 を満たす符

号語表W を対象とする．各二値分類器の事後確率を以下

のように定義する．

定義 3. 各 j ∈ F に対し，

fj(x) :=
M∑
i=1

wijPi. (11)

つまり，OVAについて考えると以下のようになる．

例 4. 例 1 で与えたW に対し，

f1(x) = P1,

1 − f1(x) = 1 − P1

= P2 + P3.

この定義のもと，本研究では，以下を仮定する．

仮定 4. 式 (1)を直接計算することは難しい．一方，二値

分類器は最適で，二値カテゴリに対する事後確率を求める

ことが可能である．すなわち，式 (11)の fj(x)を計算可能

とする．

この仮定のもとでは，二値分類器の出力は，Passerini

ら [13] らの ECOC 法と同様に fj(x) ∈ [0, 1] となる．定

義 2，3 から，式 (5)は，

g(ci|x)=
N∏

j=1

fj(x)wij (1 − fj(x))1−wij

=
N∏

j=1

(
M∑

i′=1

wi′jPi′

)wij ( M∑
i′=1

(1 − wi′j)Pi′

)1−wij

(12)

となることから，ECOC法におけるカテゴリ推定を以下の

ように定義する．

定義 4.

ECOC(x) := arg max
i∈C

g(ci|x). (13)

また，事後確率最大法による最適な多値分類法を以下の

ように定義する．

定義 5.

MAP (x) := arg max
i∈C

Pi. (14)

本研究では，定義 4，5 が一致し，ECOC法が最適な多

値分類法になる符号語表の与え方の十分条件を示すことが

目的である．

5. ECOC法がMAPとなる十分条件

本章では，仮定 4 のもとで定義 4，5 による分類結果が

一致し，ECOC法が最適な多値分類法になる符号語表の与

え方の十分条件を示す．

はじめに，W に対応するカテゴリの組の集合族 S につ
いて以下を定義する．

定義 6（部分集合族 Si）. S に対して，i ∈ C を含む集合の

みを取り出した集合族 Si を

Si := {S ∈ S|i ∈ S}

とする．

定義 7（部分集合族 Sik）. S に対して，i, k ∈ C を両方含

む集合のみを取り出した集合族 Sik を

Sik := {S ∈ S|i, k ∈ S}

= Si ∩ Sk

とする．

定義 8（集合族の集合要素置換）. いま集合 A ⊆ C の要素

iを kに置換する操作を πik(A)と表し，以下のように定義

する．

πik(A) :=

⎧⎨
⎩A ∪ {k}\{i}, (i ∈ A) ∩ (k /∈ A),

A, otherwise.

このとき，集合族Aに対して，集合族内の集合 Aの要素 i

を kに置換する操作をして得られる集合族を (A)i→k と表

し，以下のように定義する．

(A)i→k := {πik(A)|A ∈ A}.

以下に例を示す．

例 5（集合族の集合要素置換）. 集合族A = {{1, 2}, {1, 4},
{2, 3}}とするとき，

(A)1→4 = {{4, 2}, {1, 4}, {2, 3}}

となる．

これらの定義に基づき，符号語表の性質として，以下の

対称性を定義する．

定義 9（対称性）. 符号語表W に対する集合族 S に対し，
任意の i �= kとなる i, k ∈ C について，

(Si\Sik)i→k = Sk\Sik

が成り立つとき，W を対称性を持つ符号語表と呼ぶ．

対称性を持つ符号語表W が仮定 2 を満たすとき，任意

の i �= kについて Si\Sik �= φが成り立つ．

いま，式 (12)，定義 4 より以下の定理が成り立つ．

定理 4（十分条件）. 対称性を持つW を用いるとき，任意の

入力データ xに対し，ECOC(x) = MAP (x)が成り立つ．

（証明）付録 A.2 を参照．
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6. 対称性を持つ符号語表

OVAとは，M 個のカテゴリを 1対M − 1に分けるすべ

ての組合せを持つ符号語表のことである．同様に，n-vs-all

(nVA)を n対M − nに分けるすべての組合せを持つ符号

語表とする*2．

定義より，nVAの符号語表に対する S は，任意の S ∈ S
に対し |S| = nまたは |S| = M − nとなる．これは，S が

C = {1, 2, . . . , M}から n個およびM − n個の要素を抜き

出したすべての組合せを持つことを意味している．これよ

り，以下の定理が成り立つ．

定理 5. nVAの符号語表は，i �= k となる任意の i, k ∈ C

について (Si\Sik)i→k = Sk\Sik を満たす．すなわち対称

性を持つ．

（証明）付録 A.3 を参照．

例により nVAが対称性を持つことを説明する．

例 6（対称性を持つ符号語表）. M = 3のときの OVAは

例 1 により与えられる．このとき，c1, c2 に対する S1,S2

は，

S1 = {{1}, {1, 3}, {1, 2}},

S2 = {{2, 3}, {2}, {1, 2}}

となる．S1,2 = {1, 2}であるため，

S1\S1,2 = {{1}, {1, 3}},

(S1\S1,2)1→2 = {{2}, {2, 3}}

= S2\S1,2

となる．任意の i, k ∈ C に対し同様の関係が成り立つた

め，OVAは対称性を持つ．

また，M = 4のときの 2VAは例 3 により与えられる．

このとき，c1, c2 に対する S1,S2 は，

S1 = {{1, 2}, {1, 3}, {1, 4}},

S2 = {{1, 2}, {2, 4}, {2, 3}}

となる．このとき，S1,2 = {1, 2}であるため，

S1\S1,2 = {{1, 3}, {1, 4}},

(S1\S1,2)1→2 = {{2, 3}, {2, 4}}

= S2\S1,2

となる．同様の関係が任意の i, k ∈ C に対し成り立つた

め，2VAも対称性を持つことが確認できる．

また，定理 5 より，対称性を持つ符号語表の組合せで与

えられるW について，以下の定理が成り立つ．

定理 6. 符号語表W が nVAの組合せで構成されるとき，
*2 W は同一の二値分類器を除き，列重みが n または M − n の全
通りからなる符号語表である．

W は対称性を持つ．

Exhaustive符号 [9]とは，カテゴリ数M に対して，す

べての二値分類器の組合せを持つ符号語表のことである．

よって，以下の系が成り立つ．

系 1. Exhaustive符号は，1 ≤ n ≤ 
M/2�を満たす nVA

の組合せにより構成される．そのため，符号語表は対称性

を持つ．

7. 評価実験

本研究で最適な多値分類法である対称性を持つ符号語表

について，人工データ，実データを用いて証明の確認およ

び対称性と分類誤り率について評価実験を行う．

7.1 実験データ

7.1.1 人工データ

カテゴリ数M に対して，式 (15)に従うM 次元正規乱

数を用いて実験を行う．

N (x|µi, Σ) =
1

(
√

2π)M
√

|Σ|

× exp
(
− (x − µi)�Σ−1(x − µi)

2

)
.

(15)

ここで，µi = (μik : 1 ≤ k ≤ M)は，カテゴリ ci ごとの平

均ベクトル．分散共分散行列 Σ = (σ2
ik : 1 ≤ i, k ≤ M)は，

以下のように与えられる．

μik =

⎧⎨
⎩1, i = k,

0, otherwise.
(16)

σik =

⎧⎨
⎩0.5, i = k,

0, otherwise.
(17)

これらのパラメータに従い，表 1 のデータを正規乱数より

発生させる．

7.1.2 実データ

実データにはベンチマークデータとして，2015年の読

売新聞 [18]の記事を用いる．このデータは，文書分類問題

のベンチマークデータとして広く用いられるものである．

読売新聞は，経済，スポーツなどの記事の掲載面レベルで

のカテゴリがラベル付けされる．10カテゴリの大分類か

らデータ数の大きい順にデータを抽出し，カテゴリ数を

M = 8とした．

2015年の読売新聞は，表 2 のデータセットに基づき，10

セットから 1セットを入力データとする実験を 10パター

表 1 人工データ

Table 1 Artificial data.

カテゴリ数M 8

データ数 2,000 件/カテゴリ
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表 2 ベンチマークデータ（2015 年読売新聞）

Table 2 Benchmark data (Yomiuri Newspaper, 2015).

カテゴリ（数） 政治，経済，スポーツ，社会，文化，生活，犯罪事件，科学（8）

文書の特徴ベクトル（次元） 形態素解析による名詞・動詞抽出：頻度 30 以上（7,432）

実験データ数 合計 12,000 件

データセット 150 件/カテゴリ ×10 セット，合計 12,000 件

表 3 分類誤り率（人工データ）

Table 3 Classification error rate (Artificial data).

手法 MAP
ECOC

OVA 2VA 3VA 4VA Exhaustive 符号

誤り率 0.286 0.286 0.286 0.286 0.286 0.286

符号長 (N) 8 28 56 35 127

ン行い平均をとる 10分割交差検証法によって評価する．

7.2 定理 4，6および系 1 の確認

人工データを生成させ，仮定 4 を満たす ECOC法が最適

な多値分類法の十分条件を満たすとき，分類性能がMAP

法と一致することを実験により確認する．

7.2.1 実験設定

定義 5 の MAP および対称性を持つ符号語表として，

OVA，2VA，3VA，4VA，Exhaustive符号の誤り率を比較

する．

7.2.2 実験結果および考察

実験結果を表 3 に示す．M = 8 の場合，nVA の符号

語表は，1 ≤ n ≤ 4の値域で定義が可能である．加えて，

OVA，2VA，3VA，4VAを組み合わせた Exhaustive符号

も対称性を持つ．これらすべての誤り率がMAPと一致す

ることが確認できる．

7.3 非対称性と分類誤り率

本論文で対称性を持つことが，最適な分類となることを

示した．本実験では，この対称性がくずれるにつれて，ど

のように分類性能が変化するかを評価する．これにより，

非対称性と分類誤り率の関係が明らかにする．

7.3.1 実験設定

対称性を持つ符号語表として，OVA，2VA，3VA，4VA

を比較する．このとき，nVAから列（二値分類器）を削除

すると対称性が保たれなくなる．そこで，仮定 2 を満たす

範囲で nVAからランダムに列を削除し，誤り率を計算し

比較する．このとき，削除する列数ごとに 10,000回ランダ

ムに繰り返しその誤り率の平均値で評価する．

実験データには，人工データおよび実データを用いる．

また，実データの二値分類器には，出力が fj(x) ∈ [0, 1]

となる Logistic Regression [19]，Gaussian SVM [20] を用

いる．

図 1，図 2，図 3 に実験結果を示す．

図 1 人工データ

Fig. 1 Artificial data.

図 2 実データ（SVM）

Fig. 2 Real data (SVM).

7.3.2 考察

OVAでは 1列削除したもののみが仮定 2 を満たし，2列

以上削除するとカテゴリ間で同じ符号語が存在する．その

ため，OVAは 1列削除のみを実験した．図 1～図 3 より，

c© 2021 Information Processing Society of Japan 6
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図 3 実データ（ロジスティク回帰）

Fig. 3 Real data (Logistic regression).

OVAにおいては，1列削除した場合，大きな分類誤り率の

上昇が見られた．これは，符号語が全 0ベクトルとなるカ

テゴリができてしまうことにより誤り率が上昇したためで

ある．

人工データは，事後確率が計算可能なため，最大事後確

率分類を可能とする二値分類器となっている．図 1 より，

削除する列数を増やすごとに，2VA，3VA，4VAでは徐々

に誤り率が上昇していくことが分かる．しかし，その上昇

は緩やかであるため，本研究の対称性の条件を緩和できる

可能性を示している．一方で，実データでは，図 2，図 3よ

り，削除する列数を増やすごとに，急激な誤り率の上昇が

見られた．このことから，本研究の対称性は，分類誤り率

を低下させる条件として，非常に重要であることが分かる．

また，図 1～図 3 について，N = 10の誤り率は，4VA，

3VA，2VAの順に高くなる．このことから，nVAにおい

て，nが大きいほど，誤り率に対して頑健な分類器となっ

ていることが分かる．

8. まとめと今後の課題

本研究では最大事後確率分類を可能とする二値分類器を

用いた場合，ECOC法が最適な多値分類法になる十分条件

を示した．この十分条件により，従来より良い性能を示す

とされてきた，OVAや Exhaustive符号が最大事後確率分

類となることを論理的に示した．そして，評価実験により

この結果の正当性を確認した．

加えて，評価実験により対称性がくずれるにつれて生じ

る分類性能の変化を示し，非対称性と分類誤り率の関係を

示した．これにより，ECOC法による分類誤り率に対し

て，対称性を持つことの重要性を示すことができた．

本研究で仮定したカテゴリ推定法以外にも，様々な推定

法が存在する．今後は，他の推定法に対して，本論文で示

した十分条件が成り立つかを検討する必要がある．
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付 録

A.1 定理 3 の証明

W に対応する S をもとに，符号語表W ′ に戻すことを

考える．このとき，W と S が等価とは，W とW ′ の二値

分類の組合せが等しいことを意味する．

証明. 二値分類器 fj (j ∈ F )に対応する Tj が与えられた

とする．集合 T ∈ Tj であるとき，仮定 1 よりカテゴリ番

号集合 C から T を除いたものが，もう 1つの Tj の要素で

ある．つまり，

Tj = {T,C\T}

となる．Tj に対応する二値分類器 f ′
j は，2通り考えられ

る．2 通りの分類器を表す列ベクトルを w′j , w′′j とする

と，それぞれの第 i成分は

w′
ij =

⎧⎨
⎩0, i ∈ T,

1, i ∈ C\T

w′′
ij =

⎧⎨
⎩1, i ∈ T,

0, i ∈ C\T

となる．このとき，wj と w′j のハミング距離はM とな

り，仮定 3 より，同一の二値分類器となる．また，fj に対

応する列ベクトルwj は，w′j またはw′′j に一致する．こ

れより，fj と f ′
j は同一の二値分類器である．

さらに，定理 1 より，fj と f ′
j は同一の二値分類器であ

れば，W に対応する S から符号語表W ′に戻した場合，W

とW ′ は二値分類の組合せが等しいという意味で等価とな

る．

A.2 定理 4 の証明

証明. まず式 (12)は，Si を用いて表すと，

g(ci|x) =
∏

S∈Si

∑
s∈S

Ps (A.1)

と表せる．これを，Sik によって分割すると

g(ci|x) =
∏

S∈Sik

∑
s∈S

Ps ×
∏

S∈Si\Sik

∑
s∈S

Ps, (A.2)

と表せる．このとき，右辺の第 2項に注目する．

いま，Pi > Pk (i, k ∈ C, i �= k)と仮定する．S ∈ Si\Sik

に対し k /∈ S が成り立つ．また，仮定 2 より，Si\Sik �= φ

である．これより，

∏
S∈Si\Sik

∑
s∈S

Ps =
∏

S∈Si\Sik

⎛
⎝Pi +

∑
s∈S\{i}

Ps

⎞
⎠

>
∏

S∈Si\Sik

⎛
⎝Pk +

∑
s∈S\{i}

Ps

⎞
⎠

=
∏

S∈Si\Sik

∑
s∈S∪{k}\{i}

Ps

=
∏

S∈Si\Sik

∑
s∈πik(S)

Ps

=
∏

S∈(Si\Sik)i→k

∑
s∈S

Ps. (A.3)

これより，式 (A.2)の右辺の第 2項について，

∏
S∈Si\Sik

∑
s∈S

Ps >
∏

S∈(Si\Sik)i→k

∑
s∈S

Ps (A.4)

が成り立つ．

ここで，符号語表 W が定義 9 の対称性を持つことか

ら，i �= kを満たす任意の i, k ∈ C について (Si\Sik)i→k =

Sk\Sik が成り立つ．したがって式 (A.2)，(A.4)から

g(ci|x) >
∏

S∈Sik

∑
s∈S

Ps ×
∏

S∈(Si\Sik)i→k

∑
s∈S

Ps

=
∏

S∈Sik

∑
s∈S

Ps ×
∏

S∈Sk\Sik

∑
s∈S

Ps

=
∏

S∈Sk

∑
s∈S

Ps

= g(ck|x) (A.5)

となる．いま，i �= k を満たす任意の i, k ∈ C について

Pi > Pk ならば g(ci|x) > g(ck|x) が成り立つことから，

MAP (x) = ECOC(x)となる．

A.3 定理 5 の証明

証明. nVA は，n 対 M − n に分けるすべての組合せを

持つ符号語表である．このことと，定義 8 より，任意の

i, k ∈ C について，

(Si)i→k ⊆ Sk (A.6)

が成り立つ．(Tj)i を，Tj に対して i ∈ C を含む集合のみ

を取り出した集合族とする．このことと，定義 1 より，任

意の i ∈ C について，

|(Tj)i| = 1 (A.7)

となる．よって，定義 2 より，任意の i ∈ C について，

|Si| = N (A.8)

となる．よって，任意の i, k ∈ C について，
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|Si| = |Sk| (A.9)

が成り立つ．定義 8 の操作は，要素数を変化させないこと

から，

|Si| = |(Si)i→k| (A.10)

が成り立つ．式 (A.9)，(A.10)より，

|(Si)i→k| = |Sk| (A.11)

が成り立つ．よって，式 (A.6)，(A.11)より，

(Si)i→k = Sk (A.12)

となる．定義 6，7 より，

Si = Sik ∪ Si\Sik (A.13)

が成り立つ．定義 8 より，

(Sik)i→k = Sik (A.14)

となる．以上より，

(Si)i→k = Sk

⇔ (Sik ∪ Si\Sik)i→k = Sik ∪ Sk\Sik

⇔ (Sik)i→k ∪ (Si\Sik)i→k = Sik ∪ Sk\Sik

⇔ Sik ∪ (Si\Sik)i→k = Sik ∪ Sk\Sik

⇔ (Si\Sik)i→k = Sk\Sik

となる．
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