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1 研究背景・目的

近年，多くの小売業では，顧客の購買履歴データを解
析することで，売上金額増加のための様々な施策に取り
組んでいる．従来，購買履歴データから顧客を優良顧客
や非優良顧客，生存顧客や離脱顧客などの顧客の特徴を
分析するための手法として，RFM分析 [1]が知られてい
る．この方法は，顧客の購買行動を，R(最終購買からの
経過期間)，F(購買頻度)，M(購買金額) の 3 変数によっ
て数量化し，顧客の購買特性を総合的に判断する手法で
ある．RFM指標に基づき，顧客を企業にとっての重要度
でランク付けし，様々なマーケティング施策に結び付け
るアプローチは多くの事例で適用されている．
しかし RFM 分析では主に 2 つの課題が存在する．1

つ目の問題点として，顧客の購買特性を分類する際に主
観的な要素が強く反映されることが挙げられる．顧客を
優良顧客や非優良顧客，また生存顧客や離脱顧客などと
特徴付ける際，RFM指標に着目し，それぞれある閾値に
対しての大小関係で識別するが，通常この閾値は，分析
者の独自の経験則に基づいて決められてしまう．分析者
の判断に依存しないような，より客観的で科学的根拠に
基づいた方法が望まれる．2つ目の課題として，RFM指
標自体からはいつ顧客が離反しそうなのか，いつ来店す
る可能性が高いのかなど顧客の将来の購買行動に対して
具体的な情報を得ることが難しいという点が挙げられる．
実際にマーケティング施策を行うことを考えた場合，詳
細でかつ将来の購買行動まで把握できるような手法であ
ることが望ましい．
これに対し，Schmittleinら [2]は，R(最終購買からの

経過期間) と F(購買頻度) の指標を用いた顧客行動モデ
ルである Pareto/NBDモデルを提案した．このモデルで
は，顧客の購買頻度にポアソン分布，生存時間に指数分
布が仮定され，購買頻度と生存時間のパラメータは独立
に生起するという仮定を置き顧客の購買行動をモデル化
している．さらに阿部 [3]は Pareto/NBDモデルにMの
指標を加え，購買金額に対数正規分布を仮定し，購買頻
度，生存時間，購買金額に関するパラメータ間の関係を，
多変量対数正規分布でモデル化するHierarchical Bayesモ
デルを提案した（以下このモデルを阿部の HBモデルと
呼ぶ）．これらのモデルは，前述した RFM分析における
2つの課題を解消し，分析の際の恣意性の介入を排除し，
かつ将来の購買行動を具体的に予測できる方法として知
られている．
阿部の HBモデルでは，データから観測されない潜在

変数 (顧客の購買行動の観測期間内に顧客は生存中か，ま
たは離脱したのかを表す変数と，顧客の生存時間を表す
変数)を導入している．そのためMCMCアルゴリズム [4]
を導入し，これらの潜在変数と，顧客の購買頻度，生存
時間，購買金額に関するパラメータを推定している．こ
のモデルでは，顧客が購買を行う間隔（購買間隔）が分
析の対象となっており，観測期間が十分長く取られてい
るような顧客に対しては，潜在変数とパラメータの推定
精度は良好で，実データへの当てはまりも良いという特
徴がある．観測期間が十分に長いことで観測できる購買
の回数が多くなり，観測される RFM データがより顧客

の購買嗜好を反映したものとなるためである．しかしな
がら実際には，家具などの頻繁に購買されないような商
品を扱う企業や新規顧客などの存在により，購買間隔に
対して観測期間が十分長くとれない顧客が多く，企業が
全顧客に対して十分な期間のデータを保持しているケー
スは稀である．このような購買間隔が長く観測期間が十
分取れていない顧客のデータに阿部の HBモデルを適用
した場合，特に潜在変数とそれに関わる生存時間に関す
るパラメータの推定精度が著しく悪化してしまうという
問題が生じる．阿部の HBモデルのパラメータ推定アル
ゴリズムでは，まず潜在変数を推定し，次に潜在変数が
既知のもとでの尤度が高くなるようなパラメータを推定
するステップが繰り返し行われる．本研究ではまず，従
来の推定アルゴリズムについて，観測期間が十分に取れ
ない顧客のほとんどが，観測期間内に顧客が生存中かま
たは離脱したのかを表す潜在変数が，「生存」と推定され
てしまう特性があることを示す．またこの特性が原因と
なり，アルゴリズムのステップ数が増加すると，生存時
間に関連するパラメータについて大幅に誤った値が推定
されてしまう恐れがあることも指摘する．
以上を考慮し，本研究では，阿部の HBモデルのパラ

メータ推定アルゴリズムを改良し，パラメータに事前分
布を仮定し正則化を加えることにより，潜在変数とパラ
メータの推定精度を改善する手法を提案する．提案手法
により，観測期間が十分に取れない顧客の潜在変数やパ
ラメータの推定がよりロバスト行えるようになり，顧客
の将来の購買行動をより確からしく把握することが可能
となる．また提案した手法を，実際の購買履歴データに
適用することでその有用性を示す．

2 阿部のHBモデル

2.1 概要
阿部 [3]は，RFMの 3 指標自体は顧客の購買特性を直

接表す指標ではなく，潜在的な購買特性により発生した
間接的な指標であると仮定し，RFM指標の生成モデルを
提案している．これは潜在的な購買特性を後に示す４つ
の仮定により表現している．顧客ごとに購買行動をモデ
ル化することで，顧客の将来の購買行動の具体的な把握
を可能としている．よって実際のマーケティングにおい
て有用な手法であると言える．
2.2 使用する変数
阿部の HBモデルにおいて使用する変数は以下の通り

である．いま，ある顧客 i ∈ I = {1, 2, ..., N}に対し，観
測データに記録されている期間のうち，顧客 iの最初に
購買した（初期購買）時点を 0，初期購買から顧客 iの最
後の購買が発生するまでの期間を ti，初期購買から観測
データが記録されている最後の時点までの期間を Tiとし
たときの期間（0,Ti]に発生した購買回数を xi，また顧客
iの n回目の購買金額を sinとする．そして，すべての顧
客の毎回の購買金額を対数変換した値が従う分布の（全
顧客に対する）分散を ω2 と表記する．
一方，観測データからは観測できない潜在変数として

顧客 iの生存時間 τi を導入する．生存時間 τi は顧客 iの



初期購買が観測された時点 0から，顧客 iが離脱するま
での期間を表している．阿部の HBモデルでは，生存期
間中は購買が発生するが，生存期間を過ぎると顧客は離
脱し，それ以降購買は発生しないことが仮定されている．
さらに顧客 iが観測期間中に生存しているか離脱してい
るかを表す変数 zi も導入しており，zi は τi >= Ti のと
き 1（生存），τi < Tiのとき 0（離脱）を取る指示変数と
定義されている．

2.3 阿部のHBモデル
阿部の HBモデルでは顧客の購買特性に対して 4つの

仮定に基づき，各顧客の購買行動を，顧客ごとに特有な
顧客特性パラメータで表現する．顧客 iの顧客特性パラ
メータを {λi, µi, ηi}とすると，顧客 iの購買行動は以下
の仮定に従うものとする．

仮定 1 顧客 iの購買回数 xiは，生存期間中，パラメータ
λi のポアソン分布に従う．

P (xi|λi) =


λiTi
xi!

e−λiTi (τi ≥ Ti,つまり zi = 1のとき)

λiτi
xi!

e−λiτi (τi < Ti,つまり zi = 0のとき)

(1)

仮定 2 顧客 iの生存時間 τi は，パラメータ µi の指数分
布に従う．

f(τi|µi) = µie
−µiτi　　 (τi ≥ 0) (2)

仮定 3 顧客 iの対数変換した購買金額は，パラメータ ηi
の正規分布に従う．

log(sin) ∼ N(log(ηi), ω
2) (3)

ここで sin は，顧客 iの n回目の購買金額とする．
また ωは過去の情報から既知なものとして扱う．

仮定 4 顧客特性パラメータ {λi, µi, ηi}を対数変換した値
は多変量正規分布に従う log(λi)

log(µi)
log(ηi)

 ∼ MVN (θ0,Γ0) (4)

ここで，θ0，Γ0 はそれぞれ，多変量正規分布の平均と分
散共分散行列を表している．顧客ごとの顧客特性パラメー
タが推定できれば，個人レベルの購買行動の把握が可能
となる．また顧客特性パラメータによって顧客の将来の
購買行動を考慮した指標を求めることが可能となる．

2.4 顧客特性パラメータの推定
阿部の HBモデルにおいて使用する観測変数は，顧客

iの RFM指標つまり，最終購買時点から観測終了時点ま
での経過時間 Ti − ti(すなわち R)，観測期間中の購買回
数 xi(すなわち F)，観測期間中の平均購買金額 si(すなわ
ち M)である．すべての顧客の毎回の購買金額を対数変
換した値が従う正規分布の分散を ω2とし，これは過去の
情報から既知であるとする．これらの観測変数から顧客
ごとに，顧客特性パラメータ {λi, µi, ηi} 及び観測されな
い潜在変数 ziと τi，また顧客全体で仮定される多変量正
規分布の平均 θ0 と分散共分散行列 Γ0 からなるパラメー
タ群 {λi, µi, ηi, zi, τi, θ0,Γ0}をMCMC法に基づき推定す
る．MCMC法では，各パラメータが，残りのパラメータ
の値を所与とした条件付確率分布から乱数発生される．モ

デルの各パラメータは，以下のアルゴリズムを推定値が
収束するまで繰り返すことで推定される．

[MCMC アルゴリズム]

(Step1) パラメータ群 {λi, µi, ηi, zi, τi, θ0,Γ0}の初期値
の設定

(Step2) 各顧客 i = 1, 2, ..., N に対して

(Step2-a) {zi|λi, µi}をサンプリング　
(Step2-b) zi = 0のとき，

{τi|zi, λi, µi}をサンプリング
(Step2-c) {λi, µi|zi, τi}をサンプリング
(Step2-d) {ηi|λi, µi, θ0,Γ0}をサンプリング

(Step3) 多変量正規分布のパラメータ {θ0,Γ0|λi, µi, ηi}
を更新

3 提案手法
3.1 提案手法の概要
阿部の HBモデルは，購買間隔に対して観測期間が十

分に取れているような顧客に対しては，潜在変数とパラ
メータの推定精度が高い．しかしながら実際に企業が有
するデータでは，家具などの頻繁に購買されないような
商品が扱われていることもあり，十分な観測期間が取れ
ないケースも少なくない．また，新たに購買をした新規顧
客に対しても十分な観測期間を取ることはできない．そ
のため購買間隔に対して観測期間が短い顧客に阿部のHB
モデルを適用すると，潜在変数とパラメータの推定精度
が悪化してしまう．阿部の HBモデルでは，顧客は顧客
特有の購買間隔を有していると仮定しており，観測され
た購買間隔と，直近の購買から観測終了時点までの期間
の関係から顧客の生存/離脱を推定しようとしている．そ
のため特に，直接観測できない生存時間に関わる潜在変
数とパラメータの推定精度が著しく悪化してしまう．そ
こで本研究では，パラメータに事前分布を仮定し正則化
を加えることにより既存のパラメータ推定アルゴリズム
の精度を改善した手法を提案する．

3.2 阿部のHBモデルにおける推定アルゴリズムの

問題点
MCMCアルゴリズムの Step2-a，すなわち顧客の生存

離脱を表す潜在変数 zi の推定ステップに着目する．顧客
の生存確率は式 (5)で表され，この確率にしたがって zi
（zi = 1のとき生存，zi = 0のとき離脱）がサンプリング
される．

P [zi = 1|λi, µi, ti, Ti] =
1

1 + µi

λi+µi
[e(λi+µi)(Ti−ti) − 1]

(5)

次に，λi, µi を推定するステップ（Step2-c）にも着目す
る．λi, µiをサンプリングする事後確率は，尤度関数に対
して事前分布が共役でないために直接求められない．そ
のため独立MHアルゴリズムによってまず λi，次に µiを
サンプリングする [5]．独立MHアルゴリズムでは式 (6)
の尤度が高くなるような λi, µi がサンプリングされやす
くなる．

L(xi, ti, Ti|λi, µi, zi, τi) ∝

λi
xie−(λi+µi)Ti

λi
xiµie

−(λi+µi)τi

(6)

ただし，式 (6)において，上式は zi = 1のとき，下式は
zi = 0のときを示している．



ここで，阿部の HBモデルにおける問題点を示す．ま
ず，式 (5)の性質として，µiに着目すると，値が小さくな
るほど生存確率が高くなり，大きくなるほど離脱確率が
高くなる．また λiに着目すると，値の大きさの単純な比
例関係で生存確率は変わらないが，値が小さくなるほど
生存確率は µiに依存するという特徴がある．一方，式 (6)
の性質として，µi 及び尤度の関係に着目すると，zi = 1
のとき µi が小さくなると尤度が大きくなり，zi = 0のと
きは µiの大きさの単純な比例関係で尤度の大小が決まら
ないという点が指摘される．
ここで，購買間隔が長いが観測期間の短い顧客は，観測

される購買の回数が少なくなるために λiの値が実際より
も小さく推定される傾向にある．そのためこれらの顧客
は，上記のようなアルゴリズム中の式の性質より Step2-a
の式 (5)で一度 zi = 1(つまり生存)とサンプリングされ
ると，Step2-cでは式 (6)より µi は，尤度が高くなるよ
う小さい値がサンプリングされやすくなる．µi の値が小
さくなると Step2-aの式 (5)で zi は 1(つまり生存)しか
サンプリングされなくなる．そのためステップ数が増加
するにつれ µiが極小化し，本来は生存でない顧客も生存
と判断されやすく，実際の生存時間よりも大幅に生存時
間が伸びてしまうという問題が生じる．

3.3 改良推定アルゴリズム
ここでは阿部の HBモデルにおける µiの不適切な極小

化によって，zi がうまく推定されないという問題を解決
するため，本研究ではMCMCアルゴリズム Step2-cの式
(6)の尤度関数の式において，µi に正則化を施す方法を
提案する．上記で述べた問題は，パラメータを推定する
学習データが推定されるパラメータに対して相対的に少
ないことで，推定されるパラメータがデータのノイズに
大きく影響を受けてしまうことが原因であると考えられ
る．これは，教師あり学習の分野ではよく知られている
問題であり，パラメータが訓練データに適合しすぎるこ
とで，未知のデータには適合しない過学習と等価である．
この問題を解決するために，教師あり学習の分野では

正則化が広く用いられている．正則化は，教師あり学習
における訓練誤差ではなく汎化誤差を最小化するように，
パラメータの学習アルゴリズムを改良する方法である．正
則化は非常に有力な手法であり，これまで数多くの正則
化手法が機械学習のモデルに適用されている．
一方，最適化問題において正則化を行うことは，尤度に

対して事前分布を仮定した事後分布を最大化すること等
価であることが知られている [6]．言い換えれば，本研究
で扱うような教師なし学習の分野においても，パラメー
タに適切な事前分布を仮定することで，データのノイズ
の影響を受けずにパラメータを推定することが可能とな
る．そこで，提案モデルでは，推定がうまくされにくい
µiに対し事前分布を仮定する．具体的には，Step2-cにお
いて，式 (6)の尤度に事前分布で仮定される事前確率を
乗じて得られる事後確率から µiをサンプリングする．こ
の時，µi の事前分布として，µi の逆数を引数とし，パラ
メータ γ を持つ指数分布を仮定する．この事前分布を式
(7)に示す．

f

(
1

µi

)
= γe

−γ 1
µi (7)

阿部の HBモデルでは，顧客の生存時間はパラメータ
µiの指数分布に従うと仮定されていた．すなわち，µiの
逆数は顧客 iの期待生存時間を示す．従って，提案モデル
で導入する事前分布では顧客の期待生存時間が指数分布
に従うという仮定をしていると解釈することができ，こ
の仮定は自然なものであると考えられる．さらに，事前
分布に指数分布を用いる有効性が過去の研究より確認さ
れていることからも，式 (7)による事前分布の仮定は適
切であると考えられる．

したがって，提案手法では，MCMC アルゴリズムの
Step2-cにおいて式 (6)の代わりに式 (8)を用いる．

L(xi, ti, Ti|λi, µi, zi, τi) ∝


λi

xie
−((λi+µi)Ti+

γ
µi

)

λi
xiµie

−((λi+µi)τi+
γ
µi

)
(8)

ただし，式（8）において，上式は zi = 1の場合を，下式
は zi = 0の場合を示している．

4 実データ分析

提案手法の有効性を検証するために，株式会社良品計
画から提供頂いた購買履歴データに提案手法を適用し，そ
の結果を分析する．

4.1 分析条件
株式会社良品計画から提供された「無印良品」ブラン

ドの購買履歴データに対して提案手法を適用し，その結
果として得られる知見について考察する．「無印良品」は，
日本で人気の独自ブランドの大手小売り専門店である．一
般に，購買履歴データの特徴として，「会員登録した後一
回も購買をしない」，または「数回購買しただけで，そ
の後は来店しない顧客が少なくない」などが挙げられる．
「無印良品」の購買履歴データも同様な特徴を有している
ことが確認されている．今回の実験の RFM指標につい
て，期間の単位は日数，観測期間の中で購買行動が確認
された日数を購買頻度，購買金額の単位は 1万円とした．
データの対象期間は 2014年 3月 1日から 2015年 2月 28
日までの 1年間である．対象期間に 1回以上購買が観測
された全ての顧客から，ランダムに選ばれた 1,000人の
顧客を対象顧客とした．
阿部の HB モデルのパラメータの従来の推定手法 (従

来手法)と，本研究で提案したパラメータ推定手法 (提案
手法)にそれぞれ上記のデータを適用し，その結果を比較
する．どちらのモデルにおいても，事前実験の結果より，
MCMCアルゴリズムのステップ数は 2,000回，パラメー
タの推定に使用しないバーンイン期間は 0回から 1,000回
と設定し，ω2については，顧客の平均購買金額 (M)から
得られる推定値を用いた．また阿部のHBモデルでは，顧
客特性パラメータの従う多変量対数正規分布のパラメー
タ θ0,Γ0 にさらに事前分布を仮定し，階層ベイズの枠組
みを導入している．一方で，本実験では，事前分布を仮
定しない代わりに，事前実験より適切な θ0,Γ0 の初期値
を設定することで対応している．

4.2 分析結果
表 1は，各モデルから推定された顧客特性パラメータ

の平均値と分散，またパラメータの値から算出される将
来の購買指標値の平均値と分散を示している．

表 1.各パラメータと各指標の平均値と分散
従来手法 提案手法

平均 分散 平均 分散

λi の推定値 8.55 130.40 8.71 122.80

µi の推定値 0.05 0.00 0.41 0.02

ηi の推定値 1.72 1.50 1.71 1.46

期待生存時間 (年数) 22.25 16.00 2.68 0.64

1年後の生存確率 0.95 0.00 0.67 0.01

観測終了時点の生存確率 0.96 0.01 0.81 0.05

1年後までの期待購買回数 8.35 124.73 7.27 89.45

1年後までの期待合計購買金額 (万円) 2.28 10.12 1.98 7.40

顧客生涯価値 (万円) 52.65 5623.46 6.87 6.87



表 1より，2つのモデル間で，顧客特性パラメータのう
ち，µi の推定値に大きな差異があることがわかる．また
パラメータ µiの違いによって，将来の購買指標も差異が
生じている．特に大きな差異が表れた将来の顧客指標は，
「期待生存時間」である．従来手法を適用して得られた結
果の期待生存時間の平均値は 22年であるが，提案手法を
適用して得られた結果の平均値は 2.7 年となった．無印
良品の顧客の平均生存時間が 22年であるということは想
像し難く，提案モデルで得られた 2.7 年という結果の方
が現実的に相応しいと考えられる．提案モデルにおいて
µiに事前分布を仮定し正則化を施したしたことが，µiの
過適合を防ぎ現実的な結果を得られたことにつながった
と言える．
提案モデルの有効性をより詳細に把握するために，パ

ラメータ µiの推定値と将来の購買指標のうち観測終了時
点での生存確率に着目する．図 1は，各モデルの顧客パ
ラメータ µiの推定値と人数の度数分布を表したグラフで
ある．この結果からも，従来モデルと提案モデルで得ら
れた µiの推定値の分布が異なっており，正則化の効果が
確認できる．

図 1.µi の推定値と人数の度数分布

図 2は，2つのモデルから得られた，各顧客の観測終
了時点の生存確率の値と人数の度数分布を表したグラフ
である．

図 2.観測終了時点の生存確率の値と人数の度数分布

グラフより，従来手法から得られた顧客の生存確率は，
ほとんどが 95パーセント以上であることがわかる．実際
のマーケティング施策を行うことを考えると，ほとんど
の顧客は離脱することはないので対策を取らなくて良い
ということになってしまい，ターゲットを絞ることがで
きない．一方，提案モデルでは，離脱しそうな顧客を抽出
できており，実際のマーケティング施策を行う顧客ター
ゲティングに際に有効な結果と言える．

5 考察

購買履歴データには，会員登録後に一度だけ購買しそ
の後二度と購買を行わない顧客のデータが多数含まれる

一方，継続的に購買をする顧客も多く存在する．しかし
ながら，一度きりの購買で離脱してしまう顧客について
は購買間隔に関する情報が得られていないことから，阿
部の HBモデルで，購買間隔が長いのか，あるいは離脱
したのかを推定することは難しいと考えられる．本研究
ではパラメータに事前分布を仮定し正則化を施したパラ
メータ推定法により，このような顧客のパラメータ推定
に関して阿部の HBモデルを適用した場合の問題点を解
決している．今回は全ての顧客の購買データに対してモ
デルを当てはめたが，一度だけ購買して離脱してしまう
顧客を判別した後，継続的に購買する可能性の高い顧客
のみに阿部の HBモデルを適用するなど，モデル自体を
拡張するアプローチも考えられ，このモデルにはさらな
る検討の余地があると考えられる．
また提案手法で仮定した事前分布のパラメータ γ は，

正則化パラメータの役割があると考えられる．事前実験
により γ の値を変えて阿部の HBモデルに適用し，その
時の結果が最も現実と合致していると考えられる値に設
定した．今回の実験のようにデータの観測期間が短い場
合は過学習が起こりやすいと考えられるので，γ の値を
大きくし正則化を強く施すことが望まれるが，パラメー
タ推定に十分な期間の観測データがある場合には γ の値
を小さくし本来の尤度関数に近い関数を用いてパラメー
タ推定する方が望ましいと考えられる．

6 まとめと今後の課題

本研究では，RFM指標の生成モデルにおけるパラメー
タ推定アルゴリズムの改良手法を提案した．提案モデル
は，モデルのパラメータに適切な事前分布を仮定する，す
なわち正則化を行うことにより，従来よりもロバストに
パラメータを推定することを可能とする．特に提案モデ
ルは，十分な期間の購買履歴データを学習データとして
用意できないようなケースで有効であり，購買間隔が長
い顧客や新規顧客などで十分な期間観測されていない顧
客についても，将来の購買行動の予測が可能となる．顧客
の将来の購買行動を具体的に把握できるという点で，提
案手法は特に実際のマーケティング施策を検討する際に
有用な手法であると言える．
今回は正則化のためにパラメータ µiの事前分布に指数

分布を仮定したが，より適切な事前分布が存在する可能
性もあり，この点で検討の余地がある．また，提案手法
の有効性の評価について，より解析的に行うことも今後
の課題である．
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