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　1. はじめに
今日，社会の様々な場面で機械学習が活用されており，そ
の 1つに予測タスクがある．一般に，機械学習では学習デー
タに基づいた予測を行うため，学習データと予測対象データ
の間で扱う特徴量が同じでも，それらの統計的構造が異なる
場合には適切な予測は保証されない．しかし，現実問題ではモ
デルの学習段階から構造が変化してしまう対象に対して予測
モデルを適用しなければならない状況も多い．そこで近年，こ
の問題に対処する技術（以下，ドメイン適応）に関する研究が
盛んに行われており，その代表的な手法としてAdversarial

Discriminative Domain Adaptation[1]（以下，ADDA）
が提案されている．
　ADDAは，Generative Adversarial Networks[2]（以
下，GAN）を応用した敵対的訓練を用いることで，データ
セット間の分布を近づけながらモデルを推定する手法であり，
ドメイン適応を用いたクラス分類タスクにおいて優れた予測
精度を示すとされている．しかし，ADDA は学習の際に，
データを分割したミニバッチを全て用いており，これらの中
に学習を悪化させるデータが含まれる可能性がある．
　一方，GAN に対しては Top-k Training of GANs[3]

（以下，Top-k Training）が提案されており，学習に使用
するデータをモデル内の出力値に基づいて選択することで，
モデルの性能向上が可能とされている．そこで本研究では，
ADDAの学習に Top-k Trainingを援用した改善手法を提
案する．これにより，ADDAの学習に有用なデータのみが
用いられ，モデルの予測精度が向上することが期待される．
本研究では，実データを用いて推定精度評価を行い，提案手
法の有効性を示す．
2. 準備
2.1. 問題設定
本研究では，学習対象（以下，ソースドメイン）から得られ
たデータによって学習したモデルを用いて，予測対象（以下，
ターゲットドメイン）のデータのクラス分類予測を行う問題を
考える．特徴量ベクトル x

(s)
n の集合 x(s) = {x(s)

n }Nn=1と
対応するラベル y

(s)
n の集合 y(s) = {y(s)n }Nn=1で構成される

ソースドメイン内のデータ集合D(s) = {x(s)
n , y

(s)
n }Nn=1，お

よび特徴量ベクトルx
(t)
m の集合x(t) = {x(t)

m }Mm=1と対応す
るラベル y

(t)∗
m の集合y(t)∗ = {y(t)∗m }Mm=1で構成されるター

ゲットドメイン内のデータ集合D(t) = {x(t)
m , y

(t)∗
m }Mm=1を

定義する．なお，y(t)∗は予測対象であるため，実際にはデー
タとして与えられない．なお，x(s)

n とx
(t)
m の特徴量空間は同

次元であるが統計的特徴が異なってもよいものとし，y
(s)
n と

y
(t)∗
m のラベル空間は同じであるとする．ここで，x(s)から
y(s)を予測する際のドメイン知識を活用し，x(t)から y(t)∗

を予測するタスクを設定する．このとき，ドメイン間で異な
る性質の特徴量空間を扱うため，ドメイン適応を用いたモデ

ルを構築する．
2.2. Adversarial Discriminative Domain

Adaptation

ADDAはドメイン適応の手法の 1つであり，ソースエン
コーダーM (s),ターゲットエンコーダーM (t)，クラス分類
器C，ドメイン識別器Dの 4つのネットワークが用いられ
る．M (s)はソースデータx

(s)
n を，M (t)はターゲットデータ

x
(t)
m をそれぞれ同次元の中間表現M (s)(x

(s)
n )，M (t)(x

(t)
m )

に変換し，両ドメイン共通のクラス分類器 C はこれらを入
力として分類予測を行う．まず，事前にラベル付きのソース
データ x

(s)
n を正しくクラス分類できるように，ソースエン

コーダーM (s) とクラス分類器 C を学習する．次に，ドメ
イン識別器 D が中間表現のドメインを見分けられなくなる
ように，ターゲットエンコーダーM (t)の学習を行う．これ
により，両ドメインの中間表現が同様の分布となり，共通の
クラス分類器器 C を用いた分類予測が可能となる．

図 1: ADDAの学習のイメージ図
2.2.1. M (s)，C の事前学習
ソースデータ x

(s)
n のラベルは入手可能であるため，教師

あり学習が可能である．そのため，式 (1)で定義される交差
エントロピー損失 Lcls を最小化することで，M (s)，C の
パラメータを学習する．

Lcls = − 1

N

N∑
n=1

K∑
k=1

δnk logC(M (s)(x(s)
n )) (1)

ここで，N はソースデータ x
(s)
n の数，Kは分類するクラス

数，δnk は n番目のデータが k番目のクラスに所属してい
る場合は 1，そうでない場合は 0を返す指示関数，C(・)は
クラス分類器により出力される各クラスへの所属確率である．
2.2.2. M (t) の敵対的訓練による学習
ターゲットデータ x

(t)
m のラベルは入手できないため，教

師あり学習によるクラス分類モデルの学習が行えない．そこ
で，ソースデータ x

(s)
n を用いて事前学習した C による分類

予測を可能にするために，敵対的訓練を用いて両ドメインの
中間表現の分布を近づける．敵対的訓練のためにドメイン識
別器 D を導入し，ドメイン識別器 D は中間表現のドメイ
ンを正しく識別できるように学習する．一方，M (t) の学習
は，M (t)(x

(t)
m )をM (s)(x

(s)
n )であるとDに誤識別させる

ように行う．具体的には，M (t)をM (s)のパラメータで初
期化し，M (t)を固定した状態で式 (2)の LD を最小化する
ようにDを学習する過程と，Dを固定した状態で式 (3)の
LM(t) を最小化するようにM (t)を学習する過程を交互に繰



り返す．
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ここで，Bはバッチサイズ，D(・)は入力した中間表現がソー
スドメインものである予測確率である．
これにより，M (t)とCを組み合わせることでターゲット
データ x

(t)
m のクラス分類が可能となる．

2.3. Top-k Training of GANs

Top-k Trainingは，従来の GANがミニバッチのデー
タを全て用いて学習するのに対し，GANの敵対的訓練にお
ける生成器の学習の際に識別器の出力値に基づく有用なデー
タのみを使用する改良手法である．これにより，計算コスト
を増やすことなく GANの性能を向上させることができる．
3. 提案手法：Top-k Trainingを援用したADDA

従来の ADDA はミニバッチのデータを全て用いて学習
しているが，ミニバッチの中には性能を悪化させる方向に
学習を進めるデータが含まれている可能性がある．そこで本
研究では，ターゲットエンコーダーM (t) の学習に Top-k

Training を援用することで，ADDA の性能向上に貢献す
るデータを選択して学習に用いる手法を提案する．具体的に
は，M (t)(x

(t)
m )のうち，ドメイン識別器 D を上手く欺き，

ソースドメインである確率D(M (t)(x
(t)
m ))の値が上位 k件

のデータを選択し，M (t)を更新する際の勾配の計算に用いる
(図 2)．ここで，学習初期はDの性能が低く，その出力に
基づくデータ選択が信用できない．そのため，kの初期値を
大きく設定し，学習の経過とともに徐々に kを減少させる．

図 2: 提案手法のイメージ図
4. 実験
4.1. 実験条件
本節では，提案手法と従来のADDAの予測精度を比較す
るため，2種類の数字画像データセットを用いたドメイン適応
の実験を行う．ソースデータセットx(s)，ターゲットデータ
セットx(t)としてそれぞれMNIST1,860件とUSPS1,860

件，評価指標として正解率を用いる．また，M (s) とM (t)

の各層の次元数は入力層から順に (784,2880,800,500)，C

も同様に (500,10) とした．Top-k Training については，
M (t)の学習の際にミニバッチから選択するデータ数 kに関
するパラメータとして，初期値 kinit，エポック毎の減少倍
率 γ，バッチサイズに対する下限の割合 ν を決める必要が
ある．本実験では，kinit=100（バッチサイズ）で統一し，

γ，ν の設定についてはそれぞれ 5通り，6通りの計 30通
りの組み合わせで 30回ずつ実験を行った．従来手法との平
均正解率の比較および各パラメータ設定での平均正解率の比
較を行う．
4.2. 実験結果と考察
従来手法の平均正解率を表１に，(γ, ν)の各設定における
提案手法の平均正解率を表 2に示す．

表 1: 従来手法の平均正解率 [%]

手法 平均正解率 [%]

ドメイン適応なし 85.33

従来手法 92.46

表 2: (γ，ν)の各組み合わせにおける平均正解率 [%]
(濃色ほど平均正解率が高い，白色は悪化)

表 1，表 2より，多くのパラメータ設定において提案手法
の平均正解率が従来手法を上回ることが確認できる．特に改善
幅が 1%を超える設定もあり，従来手法の正解率が 92.46%

であることを考慮すると十分大きな改善といえる．また，表
1より，(γ 大,ν 大)の設定の場合は平均正解率は悪化しに
くいが改善度も小さい傾向があり，(γ 小,ν 小)の設定の場
合は平均正解率が悪化しやすい傾向があることが確認できる．
一方で，(γ 大,ν 小)，(γ 中,ν 中)，(γ 小,ν 大)の設定の
場合は平均正解率が特に高いことが多く，これらの設定が精
度を悪化させるリスクを適切に制御できていると考えられる.

5. 結論と今後の課題
本研究では，ADDAの学習の際にTop-k Trainingを援
用した手法を提案した．提案手法は，従来手法と比較して平
均正解率が高いことが示され，有効な手法であるといえる．
また，Top-k Trainingに関する各パラメータについて 30

通りの組み合わせで実験を行い，予測精度を比較することで
適切な設定の検討を行った．今後の課題としては，実問題で
は本稿のような複数通りのパラメータ設定での予測精度の比
較ができないため，実用的なパラメータの選択方法の検討を
行うことが挙げられる．
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