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　1. 研究背景と目的
近年，機械学習モデルを用いたユーザの行動分析および
商品推薦システムの研究が行われ，顧客の商品購買支援や
売上向上の面で一定の成果を上げている．一方で，分析者
はブラックボックスのモデルよりも説明可能なモデルを好
む傾向がある．これは，モデル内部を明らかにすることで
施策立案の一助としたり，推薦理由の提示による満足度向
上が見込めるためである．そのうちの一つとして，ユーザ・
アイテム・補助情報の間の関係性をモデル化する知識グラ
フ [1]を用いたモデルの有効性が示されている．
知識グラフとは，複数種類のノード（エンティティ）を
エッジ（リレーション）で結んだ異種知識ネットワークで
ある．知識グラフを推薦システムに活用することで，ユー
ザとアイテムの購買等の相互作用に関する情報だけでなく，
その他の補助情報を考慮した推薦を行うことが可能となる．
さらに強化学習のフレームワークを用いて知識グラフを学
習し，推薦に至るまでの関係を解釈する手法として PGPR

（Policy-Guided Path Reasoning）[2]が提案されている．
PGPRでは，アイテムとユーザとの間に知識グラフ上にお
ける有効な経路を見つけることにより，各推薦結果に対す
る意思決定プロセスを解釈可能である．
しかし，一般に知識グラフの学習には膨大な量のデータ
が必要となり，さらに推定が必要なパラメータも多く，計
算コストが非常に高いという課題がある．そこで本研究で
は有効な経路を効率的に探索可能な，分析者の事前知識を
活用したヒューリスティックな経路探索アルゴリズムを提
案する．これにより，知識グラフを用いた PGPRによる
推薦の精度を向上させると共に，計算量を削減することを
本研究の目的とする．最後に実際のデータに提案手法を適
用し，アイテムの推薦精度と計算コスト，および解釈性の
観点から評価を行う．
2. 準備
2.1. 知識グラフ
知識グラフとは，エンティティとリレーションを用いて，
アイテムの属性情報や，アイテム間の関係性などを表現し
た有向グラフである．エンティティは主に，ユーザ，アイ

テム，カテゴリーなどの実際の物体や概念を表しており，
リレーションはそれらの概念を繋がる関係性を表している．
知識グラフは，先頭のエンティティ h，リレーション r，
末尾のエンティティ t の 3つの組み合わせからなる「トリ
プレット」 (h, r, t) の集合として表現される．
2.2. 知識グラフを利用した推薦システム
知識グラフは，異なるエンティティの関係性に関する豊
富な情報をキャプチャできるため，推薦精度と共に説明可
能性を高めることが期待される．例えば知識グラフに映画，
俳優，監督，およびその間のリレーションに関する情報が
含まれている場合，ユーザの過去の視聴履歴，好み，およ
びその他の関連する要因を基に，これらの情報を推薦理由
としてユーザに映画を提示することが考えられる．しかし，
知識グラフ自体は単に様々な種類の情報の集合体であり，
適切なアイテムを推薦する機能は持たない．そこで，グラ
フ埋め込み手法によって知識グラフを表現し，それによっ
て元のアイテムやユーザ表現の意味情報を拡張する手法が
研究されている．その代表的手法であるTransE[3]は，先
頭エンティティのベクトルとリレーションのベクトルの和
が，末尾エンティティのベクトルに近づくようにそれぞれ
の埋め込み表現を学習する手法である．すなわち，トリプ
レット (h, r, t) について，h+ r ≈ t を満たすようにベク
トル表現を学習する．その他，TransH[3]や，TransR[3]，
TransD[3] など，様々な拡張手法が提案されている．しか
し，2つのエンティティの間には多段階なリレーションか
らなる複合リレーションが存在し，さらに，このようなリ
レーションが複数存在する場合もある．従来の埋め込み表
現に基づく推薦手法では，こういった多段階な関係をモデ
ル化することが難しく，推薦理由を説明することは困難で
ある．
そこで Yuら [4] は，ユーザとアイテム間の相互関係を

meta-pathによって表現した知識グラフの経路を活用した
推薦システムを提案し，多段階な関係をモデル化した．例え
ば，映画の推薦タスクでは，ユーザとアイテムの間にある関
係性を「user – item – actor – item」または「user – user

– item」などのmeta-pathとして，それぞれ異なるパター



ンと定義してモデル化する．モデル化された meta-path

（知識グラフ上の経路）を辿ることにより，ユーザへアイテ
ムを推薦する理由を示すことが可能になる．しかし，知識
グラフの経路を活用した推薦システムでは meta-pathを
事前に定義する必要があり，自動的に推薦経路を探索する
ことが困難である．また，知識グラフに含まれる全ての経
路の中から有効な経路を抽出する必要があり，大量のデー
タが蓄積されているようなサービスへの適用は計算コスト
の面で現実的ではない．
2.3. 強化学習
近年，推薦システムにおいて，強化学習 [5] を援用する
研究が盛んに行われている [2]．強化学習は，幅広い分野に
おいて，エージェントが環境と相互作用しながら，絶え間
ない試行錯誤により逐次決定問題に対する最適戦略を学習
する機械学習手法である．近年，強化学習は様々な分野で
活用されており，例えばゲームやロボット，自然言語処理
の分野において深層学習やマルコフ決定過程 [6]（MDP）
を用いた強化学習が実用化されている．MDPを用いた強
化学習では，エージェントは時間をかけて環境と相互作用
するものと仮定している．エージェントと環境との相互作
用を，状態・動作・遷移確率・報酬・割引率という 5つ
の要素に注目して逐次学習する．ここで，エージェントの
目標は，各状態における長期報酬の期待値を最大化するこ
とである．
2.4. PGPR(Policy-Guided Path Reasoning)

2.4.1. 概要
Xianら [2]は2.2節で示した問題を解決するため，PGPR

を提案している．PGPRは有効な推薦経路（推薦理由）の
発見を目的として，強化学習のアイデアを援用し，効率的
な推薦経路を探索・抽出し，解釈性の向上と計算コストの
削減を実現する手法である．具体的には，知識グラフ上で
有効な推薦経路を探索する問題を，MDPに基づいて定式
化している．
まず，「ターゲットユーザ」，「現在のステップで探索した
エンティティ」，「現在ステップの前の全ての探索履歴」か
らなる要素の集合を「状態」と定義する．また，現在のス
テップまで探索したエンティティから，リレーションを通
して次のエンティティに遷移する行為を「行動」と定義す
る．これらの行動が実行される確率は，ニューラルネット
ワークで表現することができる．また，報酬関数を定義し，
報酬の期待値の合計を最大化する推薦経路をMDPにより
学習する．さらに剪定などのアプローチを用いることによ
り，必要性の低い経路を探索するコストの削減も可能とな
る．実際に PGPRを用いることで，知識グラフ上で有効
な推薦経路を見つけることが可能となり，解釈性のある説
明可能な推薦システムの構築が可能となることが示されて
いる．

2.4.2. 定式化
PGPR は，知識グラフ G，ユーザ u，経路数の上限

K ，推薦アイテム数 N を入力し，総数 N 個の推薦ア
イテム in ∈ I と各アイテム in と関連している推薦経
路 pk (u, in) を出力するモデルである（n = 1, 2, ..., N）．
PGPRでは，式 (1)のように， k 個のリレーションで結
ばれた k+1 個のエンティティのシーケンス（多段階な関
係性）を「経路」と定義する．eiと ri は，それぞれ i番
目のリレーションとエンティティを表す．

pk (e0, ek) =
{
e0

r1←→ e1
r2←→ · · · rk←→ ek

}
(1)

なお，一方向の経路は式 (2)で表される．
→
pk (e0, ek) =

{
e0

r1−→ e1
r2−→ · · · rk−→ ek

}
(2)

式 (2) で表される一方向の経路のリレーションの集合
∼
rk = {r1, · · · , rk} を k-hop 経路と呼ぶ．また，経路
の探索中，多様なシナリオをより包括的にとらえるため，
前のエンティティへの振り返りの発生をある程度許容す
るものとする．さらに，フォワード関係とバックワード
関係の両方を持つ特殊なケースを考慮し，経路の一部の
関係を反転させた一次逆転 k-hop 経路パターン ∼

rk,j =

{r1, · · · , rj , rj+1, · · · , rk | j ∈ [0, k]} を導入する．具体
的には，以下のような経路を表す．

e0
r1−→ · · · rj−→ ej

rj+1←− ej+1
rj+2←− · · · rk←− ek (3)

しかし，知識グラフにおいて学習されるデータ量は膨大
であるため， PGPRでは経路探索の際，候補である行動
集合からランダムに 1つの行先を決め，次のエンティティ
に遷移する形で計算が行われており，計算効率が悪いとい
う問題がある．
次に，PGPRで用いるMDPの定式化について説明する．
ユーザ u の時刻 t の状態を st = (u, et, ht) で表すことと
する．ここで， ht は時刻 t までの探索履歴，et時刻 tに
おいて到達したエンティティである．時刻 t の行動候補の
集合を At = {(r, e) | (et, r, e) ∈ G, e /∈ {e0 , . . . , et−1}}
と定義する．ここで，状態 st = (u, et, ht) と行動 at =

(rt+1, et+1) が与えられたときの，次の状態 st+1に遷移す
る確率を P [st+1 | st, at] で表す．また，最終的な（時刻
tにおける）報酬関数は式 (4)で定義される．

RT =

max

(
0, f(u,eT )

max
i∈I

f(u,i)

)
, if eT ∈ I

0, otherwise

(4)

ただし，f(·) は経路の観点から二つのエンティティの類
似度を計算する評価関数である．

f
(
e0, ek

∣∣∣∼rk,j

)
=

〈
e0 +

j∑
s=1

rs
,
ek +

k∑
s=j+1

rs

〉
+ bek (5)



ただし，bek はバイアスであり，e，rはそれぞれエンティ
ティ e とリレーション r に対応した d 次元のベクトル，
⟨a, b⟩ はベクトル a と b の内積を表す．式 (6)を最大化
するような方策 π を求め，最適な経路を明らかにする．こ
こで，γ ∈ [0, 1] は割引率であり，空集合∅は「t0におけ
る探索履歴はまだ何もない」ということを表している．

J = Eπ

[
T−1∑
t=0

γtRt+1

∣∣∣s0 = (u, u,∅)

]
(6)

f ((r, e) | u) = f
(
u, e

∣∣∣∼rke,j

)
(7)

ここで，経路探索の行き先が膨大であるため，PGPRは
コスト削減のため，式 (7)の行動剪定関数を用い，行動集
合において剪定を行っている．ke は {u, e} の「有効な」
k− hop 経路パターンになりうる最小の k，すなわち最短
経路である．剪定された行動集合

∼
Au,t を式 (8)で表す．

∼
Au,t = {(r, e) | rank (f ((r, e) | u)) ≤ α, (r, e) ∈ At} (8)

ここで，α は剪定下限を決めるパラメータである．剪定さ
れた行動集合

∼
Au,t は，行動剪定関数によって算出した値

の大きさ順の上位 α 位の行動のみを含む集合である．ま
た，図 1のように，ニューラルネットワークを用いて方策
π を推定する．

図 1: 方策 πを推定するニューラルネットワークの構造の
イメージ
ここで入力は状態 st および剪定された行動集合

∼
Au,t で

あり，状態価値関数 v̂ の結果 v̂ (s t) と各行動 a を行う確
率（方策）π

(
at

∣∣∣st, ∼
Au,t

)
を計算する． v̂ (s t) は状態 st

の結果を表し，剪定が行われない時との比較に使われてい
る．π

(
at

∣∣∣st, ∼
Au,t

)
は剪定された行動集合

∼
Au,t の事前情

報のもとで，剪定が行われた時の結果として使われている．
実際に，剪定することによる精度の向上が示されている．
3. 提案手法：E-PGPR

PGPRでは計算量を減らすために行動空間の剪定アルゴ
リズムが導入されているが，剪定された行動集合

∼
Au,t か

らランダムに一個の行先を選択し，次のエンティティに遷
移することで探索を行っており，多くの計算コストが必要
になるという課題がある．そこで本手法では，「逆数型重
み配分」を利用して遷移候補の各リレーションに重みを付
けることを考える．そして，PGPRの探索方法を拡張し，
より効率的な推薦経路探索を実現する E-PGPR(Efficient

PGPR)を提案する．

逆数型重み配分とは，分析者の事前知識をベースとして
事前に付与された重要度に基づき，重要度の順位の逆数に
よって，重み付けする手法である．なお，重みは総和が 1

になるように正規化を行う．具体的には，以下のプロセス
により，遷移先の候補となる (r1, r2, . . . , rl) という l 個
のリレーションに重みを付与する．
1. 事前に規定された重要度の順番により，リレーション

(r1, r2, . . . , rl) をソートする．
2. ソートされた新しい系列を (r∗1, r

∗
2, . . . , r

∗
n) とす

る．
3. (r∗1, p

∗
2, . . . , r

∗
l) に対応した重みの総和が 1 に

等しくなるように正規化された降順の重みの系列(
p∗

′

1, p
∗′

2, . . . , p
∗′

l

)
を作成する．

4. 3.で設定した重みの大きさに応じて，次の遷移先を選
択し，次のエンティティに遷移する．

ここで，l 個のリレーション (r1, r2, . . . , rl) に対し，順
位 (1, 2, . . . , l) にそれぞれとある定数 c を加え，逆数を
取ることで，式 (9)のようなベクトルが得られる．

(p∗1, p
∗
2, . . . , p

∗
l) =

(
1

1 + c
,

1

2 + c
, . . . ,

1

l + c

)
(9)

次に，各要素の和が 1になるように式 (9)を正規化し，
新に得られたベクトル

(
p∗

′

1, p
∗′

2 . . . , p
∗′

l

)
を重みベクト

ルとして用いる．ここで，c ≥ 0 は重みベクトルにおける
各要素の分散が大きくなりすぎないようにするパラメータ
均質因子である． c によって，ベクトルの要素のばらつき
を小さくすることが可能となり，一番大きい重みと一番小
さい重みの差が大きくなりすぎないように調整することが
できる．
E-PGPRは，以上の手順で経路探索の各ステップにお
いて，剪定された行動集合

∼
Au,t の行き先の候補である各

リレーションに重み p∗
′

1, p
∗′

2, . . . , p
∗′

l を付与し，重みの
大きさによって次のステップの探索を行っている．
4. 検証実験
4.1. 実験条件
提案手法の有効性を検証するために，オープンソースの
データセットAmazon datasets[7] における，化粧品・美
容品などのビューティーアイテムに関わる購買履歴データ
である Amazon beauty を用いて実験を行う．Amazon

beautyのデータ概要を表 1に示す．
表 1: エンティティの種類とその数
エンティティ エンティティの数
ユーザ 22,363
カテゴリー 248
単語 22,563
メーカー 2,077
アイテム 12,101

また，対象データにおいてリレーションは 8種類ある．
その中で，提案手法においては，購買関係は閲覧やメーカー



情報より重要であるという考えのもと，それぞれ表 2のよ
うに重要度の順位を事前に人工的に付与する．ここで，「所
属する」，「生産される」，「言葉で表現される」はそれぞれ
アイテムとカテゴリー，メーカー，単語との関係性を表現
したリレーションである．また，検証実験における各パラ
メータは表 3のように設定した．
表 2: 含まれるリレーションの種類と設定した重要度

リレーション　 　重要度
購買する 1st

ともに購買される 2nd
ともに購買する 3rd
ともに閲覧される 4th
所属する 5th
生産される 6th

言葉で表現される 7th
言及する 8th

表 3: 各パラメータの設定値
パラメータ 設定値
最大エポック数 50
バッチサイズ 32
学習率 1× 10−4

最大行動数 250
最大経路長さ 3
均質因子 3

4.2. 実験結果
提案手法の計算コストに関する有効性を確認するために，
従来と提案が収束するまでの速さ（エポック数）を確認す
る比較実験を行う．学習の終了条件は，「エポック数が 10

より大きい」かつ「損失の変化率が閾値 5× 10−３ より小
さい」こととした．初期値を変更し行った 10回の実験結
果の平均を表 4に示す．また，表 4において，∗は提案手
法 E-PGPRと従来手法 PGPRの結果を比較した t検定
の結果，1％の有意差があることを示す．

表 4: 収束するまでの平均エポック数と平均精度
手法 Epoch NDCG Recall HR Prec

PGPR 18.7 5.213 7.928 13.791 1.624

E-PGPR 10.3* 5.480* 8.395* 14.465* 1.728*

結果より，提案手法の方が収束が速く，かつ精度が向上
していることがわかる．
5. 考察
実験結果より，逆数型重み配分を利用し，経路探索の各
ステップにおいてそれぞれのリレーションに重みを付けを
行う提案手法の方が，ランダム探索を行う従来手法より素
早く学習の損失関数が収束することが明らかになった．実
応用のためには，計算量や予算の制約から，より低いコス
トで高精度なモデルを使用することが望ましい場合が多い
ため，E-PGPRは実務で有効であると考えられる．
また，あるユーザからあるアイテムまでの推薦経路を示
した一例を図 2に示す．図 2に示した事例の場合，ユーザ
Aに育毛飲み薬が推薦される理由は，「ユーザ Aが過去に

図 2: 抽出した推薦経路の例
育毛シャンプーAを購入したことがあり，その育毛シャン
プー Aと B，さらにある育毛剤が共に購入される傾向に
あり，その育毛シャンプー Bと育毛剤が育毛飲み薬と共に
購買されるため」であることがわかる．提案手法の推薦シ
ステムでは以上の理由に基づき，育毛飲み薬をユーザAに
推薦する．このように，得られた経路を辿ることで，推薦
理由を説明することが可能である．
6. まとめと今後の課題
本研究では，知識グラフと強化学習に基づく推薦のため
の経路探索手法 E-PGPRを提案した．提案手法では，逆
数型重み配分を用いることにより，精度が向上すると共に，
計算時間コストが軽減されることを確認した．また，実例
を用いて，推薦結果が解釈可能であることを確認した．
一方で，PGPRや E-PGPRでは，推薦に対するフィー
ドバック（推薦されたアイテムの理由について，どう感じ
たか）の情報が得られたとしても，モデルの学習に活用す
ることが難しい．今後の課題として，フィードバックの情
報を活用することで，より継続的に推薦システムの性能を
改善することなどが挙げられる．
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